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ВВЕДЕНИЕ 

Актуальность темы исследований 

Среди причин повышенного интереса к разработке систем автоматизации 

движения автотранспортных средств можно выделить как экономические, так и 

социальные выгоды: исследования, проведенные в США, показали, что 

широкомасштабный запуск глобальной системы автоматизации позволит 

сэкономить до 800 миллиардов долларов к 2050 году за счет снижения количества 

аварий, уменьшения заторов, общего улучшения дорожного движения, упрощения 

логистики и повышения производительности труда за счет снижения уровня 

стресса, получаемого от необходимости управлять автомобилем вручную [1]. 

Также причиной повышенного интереса является алгоритмическая гибкость 

полученных решений, что позволяет переносить полученные алгоритмы в другие 

сферы помимо дорожного транспорта, например, мобильную робототехнику и 

технику для работы в условиях, опасных для человека. 

Повышение автоматизации дорожного движения позволит значительно 

сократить количество травм и жертв в дорожных происшествиях -  согласно 

техническому отчету Национальной администрации безопасности дорожного 

движения США (National Highway Traffic Safety Administration, NHTSA), 94% 

дорожно-транспортных происшествий вызваны человеческими ошибками [2], в 

России это число составляет 88.6% от общего числа дорожно-транспортных 

происшествий [3][4] 

Накопленные знания в области динамики транспортных средств, прорывы в 

компьютерном зрении и повышение доступности новых высокоточных сенсорных 

технологий, таких как лидар [5], стали катализатором развития исследований и 

промышленного внедрения автоматических систем управления движением 

(АСУД) автомобилей. Рост общественного интереса и рыночного потенциала 

ускорил появление АСУД с разной степенью автоматизации. Однако системы, 

которые могли бы с высокой степенью надежности выполнять задачи 

автоматического управления движением в реальных условиях эксплуатации еще не 

реализовано [6], и дорожно-транспортные происшествия, вызванные ошибками в 



6 
 

функционировании автоматизированных систем вызывают недоверие к этой 

технологии, особенно в случае аварий со смертельными исходами.  

Автоматическое управление транспортными средствами начиная с 90-х 

годов было объектом интереса как исследователей в области управления АСУД и 

смежных областях, так и различных компаний с разным уровнем бюджета, 

разными целями и компетенциями. Проект "Eureka PROMETHEUS" [7] 

выполнялся в Европе в период с 1987 по 1995 год и был одним из первых крупных 

исследований в области АСУД.  Проект привел к разработке системы VITA 

компанией Daimler-Benz, которая была способна выполнять в автоматическом 

режиме функцию движения автомобиля по шоссе [8]. DARPA Grand Challenge, 

организованное в США в 2004 году, стало первым крупным соревнованием 

автомобилей с АСУД, в котором, однако, ни один из участников не смог 

преодолеть маршрут длиной 150 миль (~240 км) по бездорожью. Сложность 

программы соревнования заключалась в том, что во время финала не допускалось 

вмешательства человека ни на каком из уровней управления. Еще одно 

мероприятие подобное DARPA Grand Challenge было проведено в 2005 году. В этот 

раз пять систем от разных команд смогли пройти дистанцию по бездорожью без 

какого-либо вмешательства человека [9].  

С самого начала полностью автоматическое управление движением 

автомобилей в городских условиях считалось самой трудной задачей. Во время 

DARPA Urban Challenge [10], проведенного в 2007 году, множество 

исследовательских групп по всему миру опробовали свои АСУД в тестовой среде, 

которая была смоделирована по образцу типичного городского окружения. 

Успешно справиться с программой мероприятия удалось шести командам. 

Несмотря на высокий уровень организации этого соревнования, 

сконструированная в нем среда смогла включить далеко не все аспекты реального 

городского движения; в частности, при проведении испытания отсутствовали 

пешеходы и велосипедисты. Тем не менее тот факт, что шести командам удалось 

выполнить задание, привлек значительное внимание к тематике АСУД.  После 
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DARPA Urban Challenge в разных странах было проведено еще несколько 

подобных соревнований, таких как [11] – [14]. 

Основателем отечественных исследований в области АСУД был проф. А.А. 

Юрчевский [15], в 1975 г. создавший новое научное направление в теории 

автомобиля, связанное с введением в автомобиль систем автоматического 

управления движением с использованием средств технического зрения. Первые 

экспериментальные варианты таких систем были разработаны А.А. Юрчевским на 

базе СВЧ-локаторов для армейских автомобилей. Результаты выполненной работы 

явились основой для создания новой научной школы по автоматизации управления 

автомобилем на базе навигационных систем с техническим зрением. 

В связи со значительным ростом интереса к АСУД и перспективами их 

внедрения в серийных автомобилях было сформировано направление 

стандартизации различных аспектов устройства и функционирования этих систем. 

В 2014 г. международное сообщество автомобильных инженеров SAE 

опубликовало стандарт J3016 «Taxonomy and Definitions for Terms Related to Driving 

Automation Systems for On-Road Motor Vehicles» («Таксономия и определения 

терминов, связанных с системами автоматического управления движением 

дорожных транспортных средств») [16], который в 2020 г. был адаптирован в РФ в 

виде стандарта ГОСТ Р 58823-2020 («Автомобильные транспортные средства. 

Системы автоматизации управления движением. Классификация и определения») 

[17]. В этом документе описываются АСУД (в оригинале ADS – automated driving 

system) транспортных средств, которые частично или полностью выполняют 

задачу управления движением (ЗУД, в оригинале DDT – dynamic driving task). В 

соответствии с терминологией стандарта АСУД (ADS) представляет собой 

аппаратные и программные средства, которые в совокупности способны выполнять 

всю ЗУД в длительном режиме функционирования вне зависимости от 

ограничений, связанных с конкретными условиями эксплуатации (УЭ). 

Задача управления движением транспортного средства определяется как 

совокупность выполняемых в реальном времени функций управления и 

планирования действий (тактические функции), которые требуются для 
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управления транспортным средством в условиях дорожного движения, исключая 

стратегические функции, такие как планирование поездок, выбор пунктов 

назначения и промежуточных точек маршрутов. На рисунке 1 представлена блок-

схема, которая отражает состав функций, осуществляющих выполнение ЗУД, и 

связи между этими функциями [17]. 

 

Рисунок 1 – Задача управления движением транспортного средства и ее 

составляющие в соответствии со стандартом SAE J3016 

 

Основными функциями, выполняемыми при решении ЗУД автоматической 

системой или водителем-человеком, являются: 

– управление траекторией движения транспортного средства посредством 

рулевого управления (функция управления); 

– управление скоростью движения транспортного средства посредством 

команд ускорения (сигнал акселератора) и замедления (сигнал тормоза) (функция 

управления); 

– наблюдение за дорожной обстановкой с распознаванием и классификацией 

объектов и ситуаций и планированием реакций на них (функции управления и 

планирования действий); 



9 
 

– осуществление реакций дорожные ситуации (функция управления и 

планирования действий). 

Две последние функции относятся к подзадачам распознавания объектов и 

событий и реагирования на них (РОСР) (в оригинале object and event detection and 

response, OEDR). Подзадачи распознавания объектов в современных АСУД 

решаются с помощью средств технического зрения – видеокамер, радаров, лидаров 

– а также алгоритмов, анализирующих данных, поступающие от этих устройств. 

Реагирование на дорожные ситуации осуществляется алгоритмами, 

планирующими маневрирование и скоростной режим автомобиля, которые могут 

быть основаны как на традиционных наборах правил, так и на более сложных 

методах, использующих оптимальное управление или интеллектуальные 

алгоритмы. 

Стандарт SAE J3016 разделяет АСУД на 6 групп (уровней) в зависимости от 

полноты выполнения ЗУД и условий эксплуатации, в которых она выполняется: 

– Уровень 0: автоматизация управления движением отсутствует. Вся ЗУД 

выполняется водителем с возможными кратковременными вмешательствами 

систем активной безопасности. 

– Уровень 1: помощь водителю. АСУД осуществляет управление либо 

скоростью, либо траекторией движения транспортного средства в определенных 

УЭ, подразумевая, что водитель выполняет оставшуюся часть ЗУД. 

– Уровень 2: частичная автоматизация управления движением. АСУД 

осуществляет управление скоростью и траекторией движения транспортного 

средства в определенных УЭ, подразумевая, что водитель выполняет оставшуюся 

часть ЗУД и контролирует работу АСУД. 

– Уровень 3: условная автоматизация управления движением. АСУД 

выполняет полную ЗУД в определенных УЭ, подразумевая, что водитель 

контролирует работу АСУД и готов вмешаться в нее при необходимости (в случае 

запроса системы или при возникновении нештатных ситуаций).  
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– Уровень 4: высокая автоматизация управления движением. АСУД 

выполняет полную ЗУД в определенных УЭ, не подразумевая реакции 

пользователя на запросы о вмешательстве. 

– Уровень 5: полная автоматизация управления движением. Система 

автоматизации управления движением выполняет полную ЗУД без ограничения 

УЭ, не подразумевая реакции пользователя на запросы о вмешательстве. 

Областью исследований в настоящей работе являются тактические 

алгоритмы АСУД, планирующие траекторию движения автомобиля с учетом 

дорожной обстановки, а также алгоритмы компьютерного зрения, которые 

формируют модель дорожной обстановки, анализируя изображения, получаемые с 

помощью видеокамер, установленных в автомобиле. 

В качестве научной основы для исследования и создания АСУД может 

использоваться теория системы «водитель-автомобиль-дорога-среда» (ВАДС), 

которая является развитием и расширением классической теории автомобиля. 

Теория ВАДС появилась в отечественной и зарубежной автомобильной науке в 

1960-1970 гг. Отечественные научные школы, специализирующиеся в этой теории, 

сформировались в НАМИ под руководством д.т.н. проф. Л.Л. Гинцбурга [18] и в 

МАДИ под руководством д.т.н. проф. А.А. Хачатурова [19], а также в МАМИ [20]. 

В современных публикациях теория системы ВАДС предлагается как основа для 

анализа концепций АСУД [21]. Основным направлением исследования теории 

ВАДС является динамика движения автомобиля с учетом его управления 

регулятором, использующим обратные связи. В качестве этого регулятора 

подразумевается водитель, анализ действий которого проводится с позиций 

нейрофизиологии (описательный анализ), технической кибернетики и теории 

автоматического управления (синтез регуляторов). Задача водителя определяется 

как обеспечение устойчивого движения автомобиля в заданном направлении или 

по заданной траектории. 

В основополагающих работах по теории системы ВАДС отмечается, что 

водитель анализирует дорожную обстановку и строит управление с ее учетом, 

однако при построении математических моделей считается, что желаемая 
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траектория (или коридор) движения водителем уже намечена. Данное допущение 

создает ограничение применимости теории ВАДС в исследовании автомобилей с 

автоматизированным управлением, поскольку АСУД всех уровней должны не 

только осуществлять управляющие функции, но и анализировать информацию о 

дорожной обстановке, строя на ее основе безопасную траекторию движения 

автомобиля. Вместе с тем в последнее десятилетие существенное развитие 

получили методы анализа изображений, в том числе изображений дорожного 

движения, с использованием искусственных нейронных сетей, называемых 

сверточными (convolutional neural networks) [22]. Их архитектура, основанная на 

аналогиях со зрительной корой головного мозга, а также метод обучения, 

называемый глубоким (deep learning) [23], были предложены французским 

математиком Яном Лекуном (Yann LeCun). Использование этих инструментов 

вывело компьютерное зрение на уровень достаточный для распознавания 

дискретных объектов, находящихся в окружающем автомобиль пространстве, а 

также областей этого пространства, доступных для движения. Рассматривая 

теорию системы ВАДС и теорию нейросетевого анализа изображений, можно 

сделать вывод, что их комбинирование дает возможность в полном объеме 

исследовать управление движением автомобиля во всех перечисленных аспектах и 

искать пути совершенствования АСУД. 

Подводя итог сказанному выше, можно отметить, что автоматизация 

управления движением автомобиля является основным средством повышения его 

активной безопасности и одним из наиболее перспективных направлений развития 

автомобильного транспорта. Задача, решаемая АСУД, является комплексной и 

включает в себя анализ окружающей дорожной обстановки, определение 

пространства, доступного для движения, планирование траектории движения по 

критерию безопасного достижения пункта назначения с учетом динамических 

характеристик автомобиля и, наконец, реализацию движения по намеченной 

траектории. Совершенствование АСУД является тематикой с высокой степенью 

актуальности, в первую очередь в контексте повышения активной безопасности 

автомобилей. Настоящая работа направлена на то, чтобы сделать научный вклад в 
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решение этой задачи, исследуя автомобиль с АСУД посредством методов теории 

системы ВАДС и теории нейросетевого анализа изображений. 

 

Целью работы является повышение безопасности и улучшение 

характеристик движения автомобиля под управлением АСУД. Для достижения 

этой цели необходимо решить следующие задачи: 

1. Провести анализ исследований в области автоматического управления 

движением автомобиля с учетом дорожной обстановки и ее идентификации 

средствами технического зрения. 

2. Разработать математическую модель движения автомобиля. Выполнить 

проверку адекватности и точности модели. 

3. Разработать усовершенствованный алгоритм идентификации участников 

дорожного движения и их параметров с использованием средств технического 

зрения. Исследовать работоспособность и эффективность алгоритма.  

4. Разработать усовершенствованный алгоритм идентификации проходимого 

пространства с использованием средств технического зрения. Исследовать 

работоспособность и эффективность алгоритма. 

5. Разработать усовершенствованный алгоритм автоматического управления 

траекторным движением автомобиля с учетом дорожной обстановки. Исследовать 

работоспособность и эффективность алгоритма. 

 

Объектом исследования является система «автомобиль-водитель», в 

которой тактические функции водителя выполняются совокупностью 

автоматических алгоритмов, способных осуществлять управление движением 

автомобиля на основе анализа дорожной обстановки. Физические эксперименты 

проводились с использованием легкового автомобиля «Лада Веста» и системы 

технического зрения на основе видеокамер и вычислительных устройств с 

многоядерными процессорами. 
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Научная новизна работы 

1. Разработан и исследован новый нейросетевой алгоритм автоматического 

управления движением автомобиля, в котором построение траектории движения 

осуществляется с использованием карты занятого пространства с учетом 

динамических свойств автомобиля, ограничений на параметры его движения и 

критериев качества движения, которые «изучаются» нейронной сетью с помощью 

математической модели движения автомобиля, используемой в функции обучения. 

2. Разработан и исследован новый нейросетевой алгоритм анализа дорожной 

обстановки, позволяющий идентифицировать участников дорожного движения и 

определять их параметры (тип, габаритные размеры, пространственное 

расположение), представляющие важность при решении задачи безопасного 

автоматического управления движением автомобиля. Предложена оригинальная 

функция обучения алгоритма, позволяющая обеспечить его многозадачность. 

3. Разработан и исследован новый нейросетевой алгоритм анализа дорожной 

обстановки, позволяющий определять области пространства, доступные для 

безопасного движения автомобиля. Новизну алгоритма составляет функция 

обучения, которая в зависимости от требований, предъявляемых к безопасности 

движения, позволяет снизить количество ложноположительных или 

ложноотрицательных срабатываний алгоритма 

 

Практическая значимость работы 

1. Разработано программное обеспечение, реализующее автоматическое 

управление траекторией движения автомобиля с учетом окружающей дорожной 

обстановки и использованием критериев активной безопасности. Программное 

обеспечение может использоваться как центральный элемент АСУД автомобилей 

различных уровней автоматизации. 

2. Разработано программное обеспечение, реализующее функцию 

идентификации участников дорожного движения и их параметров (типа, размеров, 

пространственного расположения), окружающих автомобиль под управлением 
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АСУД, посредством анализа изображений, получаемых от камер технического 

зрения. 

3. Разработано программное обеспечение, реализующее функцию 

распознавания пространства, доступного для безопасного движения автомобиля, 

посредством анализа изображений, получаемых от камер технического зрения. 

Компоненты программного обеспечения, перечисленные в п.п. 1-3, могут 

быть скомбинированы в программный комплекс, выполняющий функции 

управления движением автомобиля, оснащенного АСУД различных уровней 

автоматизации. Применение данного программного комплекса как многозадачного 

алгоритма управления АСУД позволит снизить сложность программной части 

системы технического зрения без потери качества идентификации. Результатом 

станет уменьшение вычислительной нагрузки на контроллер системы 

технического зрения, что позволит оптимизировать его ресурсы, повысить 

функциональность и эффективность. 

 

Реализация результатов работы 

1. Результаты исследования использовались при выполнении прикладного 

научного исследования в рамках государственного контракта № 

21412.087R310700.20.02 «Проведение виртуальных исследований движения 

транспортных средств с интеллектуальными системами активной безопасности в 

различных критических и экстремальных условиях» с Министерством 

промышленности и торговли РФ в 2021-2022 гг. 

2. Результаты исследования использовались при выполнении прикладного 

научного исследования в рамках соглашения № 14.624.21.0049 «Разработка и 

экспериментальная апробация прототипа перспективного беспилотного грузового 

транспортного средства с электроприводом на базе шасси КАМАЗ с компоновкой 

без кабины водителя для осуществления логистических перевозок» с 

Министерством образования и науки РФ в 2017-2019 гг. 
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Методы исследования 

Теоретические исследования основаны на методах теории системы ВАДС, 

теории автомобиля, теории сверточных нейронных сетей и глубокого обучения, 

теории автоматического управления, математического моделирования, теории 

оптимизации и вычислительной математики. Экспериментальные исследования 

основаны на методах проведения виртуально-физических и дорожных испытаний 

автомобилей и их систем, а также на методах обработки результатов испытаний. 

 

На защиту выносятся: 

1. Алгоритм планирования безопасной траектории движения автомобиля с 

учетом окружающей дорожной обстановки на основе сверточной нейронной сети 

и математической модели движения автомобиля, используемой в функции 

обучения. Результаты исследования работоспособности и эффективности 

алгоритма. 

2. Алгоритм идентификации участников дорожного движения и их 

параметров, основанный на использовании сверточной нейронной сети и 

оригинальной функции обучения, обеспечивающей многозадачность алгоритма. 

Результаты исследования работоспособности и эффективности алгоритма. 

3. Алгоритм распознавания пространства, доступного для безопасного 

движения автомобиля, основанный на использовании сверточной нейронной сети 

и оригинальной функции обучения, обеспечивающей уменьшения числа 

ложноположительных или ложноотрицательных срабатываний. Результаты 

исследования работоспособности и эффективности алгоритма. 

 

Степень достоверности результатов работы 

Достоверность математического моделирования движения автомобиля и 

результатов исследования разработанного алгоритма управления движением 

подтверждается научной обоснованностью использованных методов, а также 
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сопоставлением расчетных данных с измерениями, полученными в ходе дорожных 

испытаний автомобиля «Лада Веста». 

Достоверность результатов исследования разработанных алгоритмов 

технического зрения подтверждается научной обоснованностью использованных 

методов, а также вычислением оценочных метрик, произведенном в соответствии 

с принятой процедурой экспериментального исследования алгоритмов 

технического зрения, и сопоставлением полученных метрик с показателями 

известных алгоритмов-аналогов. 

 

Апробация работы 

Основные результаты работы доложены на 4-х научно-технических 

конференциях: 

Международных автомобильных научных форумах МАНФ-2019, 2020 

«Технологии и компоненты наземных интеллектуальных транспортных систем», 

на международной конференции IEEE 12th International Conference on Electronics, 

Computers and Artificial Intelligence (ECAI), 2020, на  112-й Международной научно-

технической конференции ААИ «Конструктивная безопасность АТС», 2022 г., 

НИЦИАМТ ФГУП «НАМИ». 

Публикации 

По теме диссертации опубликовано 3 печатных работы в изданиях, 

рекомендованных ВАК РФ для публикаций материалов диссертаций на соискание 

ученых степеней доктора и кандидата технических наук (перечень ВАК, база 

Scopus, база Web of Science). 

Структура и объем работы 

Диссертация состоит из введения, 5 глав, общих результатов и выводов, списка 

литературы и четырех приложений. Общий объем работы составляет 160 страниц 

без приложений, включая 73 рисунка и 15 таблиц. Библиография работы содержит 

150 наименований. 
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ГЛАВА 1. АНАЛИЗ ИССЛЕДОВАНИЙ В ОБЛАСТИ 

АВТОМАТИЧЕСКОГО УПРАВЛЕНИЯ ДВИЖЕНИЕМ 

АВТОМОБИЛЯ С УЧЕТОМ ДОРОЖНОЙ ОБСТАНОВКИ 

1.1 Теория системы «водитель-автомобиль-дорога-среда» (ВАДС) как 

основа исследования и разработки АСУД 

В настоящее время утвердилось представление о движении автомобиля как о 

функционировании комплексной системы «водитель-автомобиль-дорога-среда» 

(ВАДС), которое позволяет систематизировать исследование динамических 

свойств автомобиля как объекта управления [18, 19]. В теории ВАДС процесс 

управления автомобилем разбивается на несколько последовательных этапов [19]: 

1. Определение водителем формы и ширины полосы движения, который 

определяется на основе транспортной задачи, дорожной обстановки, параметров 

движения автомобиля и его характеристик, индивидуальных свойств водителя. 

2. Выбор траектории, по которой должно проследовать транспортное 

средство. В моделях водителя, созданных для исследования системы ВАДС, 

отклонение рассчитывается в некоторой направляющей точке впереди автомобиля, 

чем обеспечивается упреждающая реакция на изменение кривизны траектории при 

движении.    

3. Выработка программы воздействия на органы управления автомобилем, 

которая должна обеспечить движение автомобиля по намеченной траектории. 

4. Отработка автомобилем управляющих сигналов. 

5. Возникновение дополнительных сил и возмущений, приводящих к 

отклонению автомобиля от намеченной траектории, вызванных отработкой 

управляющих сигналов, взаимодействиями систем автомобиля между собой и 

внешней средой.   

6. Восприятие водителем рассогласования, выработка и внесение 

корректировок в управляющие сигналы. 

7. Отработка автомобилем корректирующих сигналов. 

Математические модели автомобиля, служащие для описания его реакций на 

управляющие воздействия, подробно описаны как в работах, посвященных системе 
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ВАДС [18, 19], так и в работах по динамике автомобиля [24–25]. Они представляют 

собой динамические системы, состоящие из одной или более масс, движущихся в 

плоскости дороги и связанных с ней сцепными характеристиками шин, линейными 

или нелинейными. В зависимости от цели исследований и необходимой точности 

результата они существенно различаются по сложности и подробности реализации. 

Напротив, функционирование различных процессов восприятия обработки и 

анализа информации водителем описано и промоделировано на довольно 

поверхностном уровне, так как современные познания в области 

функционирования нервной системы человека не позволяют разработать модели, 

по функциональной сложности и качественным параметрам приближенные к 

функционированию настоящего водителя. 

При управлении автомобилем реальный водитель производит достаточно 

сложные действия. Он осуществляет как непрерывные, так и дискретные операции. 

Оценка окружающего пространства, выбор наилучшей траектории движения, 

оценка отклонения автомобиля от нее производятся почти непрерывно. На рисунке 

1.1 представлена схема обработки и информации, принятия решений и действий 

водителя при управлении траекторией движения автомобиля в соответствии с 

анализом, представленным в работе [19]. В ней информация, передающаяся от 

различных органов чувств водителя, представляется как совокупность сигналов, 

имеющих различные задержки во времени и ошибки, эквивалентные погрешностям 

оценки водителем тех или иных параметров движения автомобиля. Центральная 

нервная система (ЦНС) вырабатывает сигнал желаемого угла поворота рулевого 

колеса β', который с задержкой 𝜏11 подается мышцам водителя M; 𝛿11 — ошибка 

исполнения мышцами водителя команд центральной нервной системы. 

Информацию о действительном угле поворота рулевого колеса β ЦНС получает в 

основном посредством внутренних кинестетических мышечных ощущений 

водителя. Оценка линейного отклонения ∆𝑦  автомобиля от средней линии 

коридора 𝑦0 производится на основе зрительной оценки величины ∆𝑦, имеющей 

задержку 𝜏1 и погрешность 𝛿1, зрительной оценки скорости линейного отклонения 

∆𝑦̇ (задержка 𝜏2 и погрешность 𝛿2), оценки поперечных ускорений 𝑦̈ и бокового 
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джерка автомобиля 𝑦 на основе ощущений от вестибулярной системы водителя (𝜏3, 

𝜏4 и 𝛿3, 𝛿4), зрительной оценки кривизны дороги в плане и т. д. Дополнительно, при 

оценке величин 𝑦̈ и 𝑦 учитывается составляющая поперечных перемещений, 

вызванных угловыми колебаниями кузова автомобиля на подвесках. Оценка 

линейного отклонения ∆𝑦 уточняется на основе оценки отклонений курсового угла 

𝛥𝜓 и скорости рыскания автомобиля 𝛥𝜓̇, а также его углового ускорения 𝜓̈ и его 

производной 𝜓. Оценка углового отклонения 𝛥𝜓 выполняется аналогично 

определению линейного отклонения ∆𝑦. Оценка ширины допустимого коридора 

движения и его средней линии 𝑦0 производится водителем только на основе 

зрительного восприятия и от остальных оценок отличается тем, что выполняется с 

упреждением, поскольку водитель фокусируется на области дороги, которая 

находится впереди автомобиля. 

 

Рисунок 1.1 – Структурная схема системы ВАДС, представленная в работе [19] 
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В классической теории системы ВАДС при интерпретации водителя в виде 

математической модели принимается ряд значительных допущений как в 

моделировании восприятии информации самим водителем, так и при описании 

окружающего пространства. Водитель как элемент системы регулирования 

считается "черным ящиком" [18], то есть известна только связь между входной и 

выходной величинами, но не известно, по каким каналам воспринимается 

рассогласование и каким образом формируется выходной сигнал. Проезжая часть 

представляется в виде коридора, имеющего некоторую ширину и центральную 

линию. Водитель представляется в виде регулятора, принимающего информацию 

о характере движения автомобиля в коридоре. Поверхность дороги считается 

горизонтальной. Форма требуемой (опорной) траектории движения автомобиля 

задается в декартовой системе координат, начало которой совпадает с положением 

точки наблюдения (точки, относительно которой отсчитывается траекторная 

ошибка ∆𝑦) в момент начала движения [18]. 

Таким образом, посредством упрощения общая схема водителя в теории 

ВАДС сводится к одноконтурной схеме регулирования и принимает вид, 

показанный в виде блок-схемы на рисунке 1.2 [19]. 

 

Рисунок 1.2 – Блок-схема математической модели водителя в форме 

одноконтурной замкнутой системы автоматического регулирования [19] 

 

При использовании модели, построенной по данной схеме, 

функционирование водителя сводится к восприятию отклонения автомобиля от 

центра заданного коридора (либо от опорной траектории) и преобразованию его в 

компенсирующий угол поворота рулевого колеса β при помощи передаточной 



21 
 

функции 𝐻(𝑝). В этой связи модель водителя, предлагаемая теорией ВАДС, может 

рассматриваться как геометрический регулятор, минимизирующий отклонение 

автомобиля от траектории [27]. Примерами регуляторов, которые возможно 

использовать в качестве модели водителя, могут являться курсовые, линейные, 

комбинированные и типа «pure pursuit» («чистое преследование») [28]. 

В работах Л.Л. Гинцбурга [18] передаточная функция водителя 

устанавливает связь между углом поворота управляемых колес 𝜃 и линейным 

отклонением автомобиля от заданной траектории движения 𝑌𝑐, рассчитываемым на 

некотором расстоянии впереди автомобиля: 

𝜃 = 𝑓(𝑌𝑐). 

Примеры передаточных функций водителя из работы [18] для передних 

управляемых колес 𝜃п и задних управляемых колес 𝜃з приведены на рисунке 1.3. 

 

Рисунок 1.3 – Варианты передаточной функции водителя [18]. 
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Функции эллиптической формы позволяют учитывать запаздывание, 

обусловленное рулевым управлением, а введение сдвига 𝑌𝑜 воспроизводит ошибки, 

совершаемые водителем при выборе направления движения и при поворотах 

рулевого колеса. 

Следует отметить, что математическая модель водителя в интерпретации 

теории ВАДС не включает в себя той функциональности реального водителя, 

которая формирует желаемую траекторию движения. Задача построения этой 

траектории выделяется в отдельный функциональный блок, моделирование и 

реализация которого в рамках классической теории ВАДС не рассматривается –

траектория считается либо сформированной при помощи отдельного алгоритма, 

либо задается как параметризованный маневр (например, в виде стандартного 

испытательного маневра, такого, как «переставка»). 

Описанная математическая интерпретация водителя в теории ВАДС нашла 

широкое применение в задачах моделирования управляемого движения 

автомобиля в аспектах его безопасности (устойчивости и управляемости) и 

комфорта, но для задач, связанных с разработкой АСУД, такое представление не 

является достаточным, поскольку не учитывает многие аспекты управления 

автомобилем, связанные с его движением в дорожном окружении. 

В зависимости от уровня АСУД перечень задач, которые должны выполнять 

алгоритмы, осуществляющие управления движением автомобиля, значительно 

разнится – спектр задач расширяется и усложняется с повышением уровня, 

вводятся задачи, требующие моделирования все более сложных и абстрактных 

процессов, что не позволяет представить алгоритм водителя как один 

изолированный модуль и приводит к необходимости моделировать и 

реализовывать каждую из его функций в виде отдельного программного модуля.  

Подход к моделированию водителя, предложенный в теории ВАДС, может 

быть использован для разработки АСУД автомобиля, если алгоритм водителя 

будет модифицирован для учета аспектов, которые были вынесены за пределы 

исследования классической теории ВАДС: восприятия и анализа окружающего 
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пространства и построения опорной траектории движения с учетом дорожной 

обстановки. 

1.2  Системы восприятия окружающего пространства в АСУД 

1.2.1 Концепция систем компьютерного зрения 

Восприятие информации об окружающем пространстве автоматической 

системой, выполняющей функции водителя (АСУД), может быть реализовано с 

помощью алгоритмов компьютерного зрения, которые позволяют проводить 

анализ изображений, получаемых от видеокамер, установленных в автомобиле, 

извлекая информацию, необходимую для оценки дорожной ситуации, принятия 

решений и выполнения управляющих действий.  

Алгоритмы анализа изображений и видеоданных развивались отдельно от 

задач автоматизации движения автомобилей, в связи с чем нет четкого 

соответствия между задачей, решаемой подсистемой технического зрения АСУД, 

и набором конкретных алгоритмов для решения этой задачи. Компьютерное зрение 

и анализ изображений связаны с теорией систем, извлекающих информацию из 

изображений, которые могу быть представлены различными информационными 

структурами: набор изображений от нескольких камер, видеоданные как 

дискретный поток изображений, многомерные «изображения» со 

специализированных устройств, производящих сканирование окружающего 

пространства.  Как следствие, при построении АСУД могут быть применены 

различные подходы к анализу изображений для получения информации об 

окружающем пространстве. 

Выделение компьютерного зрения в качестве самостоятельной категории 

произошло благодаря проекту ILSRVC ImageNet [29]. Проект был обусловлен 

потребностями в исследованиях компьютерного зрения, первой из которых была 

необходимость установить четкий спектр задач в области компьютерного зрения и 

анализа изображений для унификации подходов к разработке алгоритмов и 

определению параметров качества их работы. В данной области существует 

множество важных задач: стереозрение, трехмерная реконструкция, сегментация 

изображений, но одной из самых фундаментальных как для человеческого, так и 
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для компьютерного зрения была признана задача классификации объектов и ее 

вариации. 

 Задача классификации изображений (англ. image classification) — это задача 

присвоения входному изображению одной метки из фиксированного набора 

категорий. Многие независимые задачи компьютерного зрения (такие как 

обнаружение объектов, сегментация) могут быть сведены к классификации 

изображений. В качестве примера применения классификации изображений можно 

привести анализ времени суток и погодных условий (Рисунок 1.4) 

  

Рисунок 1.4 – Визуализация решения задачи классификации изображений на 

примере времени суток, представленная в работе [30]  

 

В этих примерах алгоритм классификации принимает изображение и на выходе 

выдает распределение вероятности по меткам из набора {ночь, день, утро, вечер, 

рассвет…}, которое в соответствии с прогнозом алгоритма лучше всего описывает 

состояние сцены, представленной на изображении. Изображению (а) алгоритм 

присвоил следующие метки: «День» (Day-time), «Засвет камеры» (Glare), «Ясная 

погода» (Clear weather), «Нет тумана» (No fog), а изображению (б) – «День», «Нет 

засвета камеры», «Снежная погода» (Snowy weather), «Нет тумана». 
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 В аналогичной реализации задача классификации изображений нашла свое 

применение в системе технического зрения автомобилей производства компании 

Tesla (Рисунок 1.5) [31]. На рисунке приведен результатов оценки дорожных 

условий этой системой. В частности, система сделала заключение о том, что 

движение происходит по мокрой дороге (Wet Road). 

 

Рисунок 1.5 – Пример решения задачи классификации при анализе дорожных 

условий в системе компьютерного зрения автомобиля Tesla [31] 

 

Локализация объектов (англ. object localization) может быть 

интерпретирована как промежуточный этап между задачей классификации 

объектов и задачей обнаружения объектов. При решении задачи классификации 

изображению присваивается одна метка, соответствующая «основному» объекту 

(само изображение может содержать несколько объектов). Если же задача 

классификации решается совместно с задачей локализации, то это подразумевает 

определение положения одного экземпляра данного объекта (даже если 

изображение содержит несколько его экземпляров). Эта задача также называется 

«одноэкземплярной локализацией». 

Обнаружение объектов (англ. object detection) – задача, которая в 

традиционной интерпретации заключается в определении классов объектов, 

представленных на изображении, и нахождении ограничивающих рамок, 

описывающих габаритные размеры объектов. Перечень обнаруживаемых классов 

объектов ограничен и зависит от назначения системы и ее архитектуры. Например, 

в системе технического зрения автомобиля классами обнаруживаемых объектов 

могут являться легковые автомобили, грузовые автомобили, автобусы, пешеходы, 

светофоры и т.д. В соответствии с определением, данным в проекте ImageNet,  
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алгоритм обнаружения объектов должен выдавать набор аннотаций, содержащий 

метки классов объектов, а также набор оценок достоверности и ограничивающих 

рамок, описывающих прямоугольники, которые охватывают объекты на 

изображении. Алгоритмы обнаружения объектов нашли широкое применение 

областях робототехники и автоматизированного управления транспортными 

средствами.  Пример работы алгоритма обнаружения объектов приведен на 

рисунке 1.6 [29], где показан результат работы алгоритма системы технического 

зрения автомобиля Tesla. Движущийся впереди автомобиль обнаружен алгоритмом 

и отмечен зеленой рамкой. 

 

Рисунок 1.6 – Пример работы алгоритма обнаружения объектов на примере 

системы компьютерного зрения автомобиля Tesla [31] 

 

Задача семантической сегментации изображения (англ. semantic 

segmentation) состоит в том, чтобы присвоить каждому пикселю изображения 

метку соответствия какому-либо типу объектов. По сравнению с классификацией 

изображений семантическая сегментация позволяет получать дополнительную 

информацию об объектах и их взаимном расположении. В задачах восприятия 

окружающего пространства АСУД семантическая сегментация чаще всего 

используется для определения объектов, для которых затруднительно выделить 
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отдельные вхождения – например, проезжая часть, тротуары, газон и другие 

элементы дорожного окружения.  

В системах технического зрения современных автомобилей, в том числе 

серийных, для анализа окружающего пространства используются алгоритмы на 

основе искусственных нейронных сетей различной архитектуры. Например, в 

контроллерах автомобилей компании Tesla Motors применяются многозадачные 

нейронные сети (англ., Multi-Task Neural Networks), объединенные в архитектуру 

HydraNet, которая является собственной разработкой компании [32]. Сеть HydraNet 

выполняет несколько десятков задач, связанных с оценкой дорожной ситуации, в 

том числе идентификацию внешних объектов и их характеристик, обнаружение и 

интерпретацию дорожных знаков, анализ проезжего пространства и др. Среди 

разработчиков систем беспилотного управления, не имеющих собственных 

программных платформ, распространение получили комплексы открытого 

программного обеспечения «Apollo» [33] и «Autoware» [34], которые реализуют 

как функции управления движением, так и функции сенсорного обеспечения, в том 

числе технического зрения. 

Широкое распространение нейросетевых алгоритмов в области задач 

технического зрения связано с их значительным превосходством над 

традиционными («донейронными») алгоритмами с точки зрения качества анализа 

изображений [35]. В основе этих алгоритмов лежат искусственные нейронные сети 

сверточного типа (англ. convolutional artificial neural network, CNN), которые 

представляют собой математические модели биологических нервных структур, 

выполняющих зрительные функции [36]. В своей работе нейронная сеть не 

использует математические описания объектов и процессов, поведение которых 

она должна анализировать или прогнозировать. Тем самым реализуется подход 

«черного ящика», не требующий моделирования физики, которое в случае 

сложных систем может быть слишком трудоемким или невозможным. Однако для 

того, чтобы стать работоспособной, нейронная сеть должна быть «обучена» с 

использованием предварительно собранной информации о поведении объекта или 

процесса в виде массива его входных и выходных переменных в различных 
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рабочих условиях. В ходе обучения внутренние параметры сети настраиваются 

таким образом, чтобы она как можно точнее воспроизводила отклик выходных 

переменных объекта на заданные входные сигналы. Используемые в системах 

технического зрения алгоритмы глубокого обучения нейронных сетей (англ. deep 

learning [36]) основаны на оптимальном подборе параметров с использованием 

метода стохастического градиентного спуска [37], [38].  

Начиная с 2012 года в задачах анализа изображений нейросетевые методы 

стали значительно превосходить по параметрам качества традиционные 

алгоритмы. Так, в мае 2012 г. сверточная нейронная сеть заняла первое место в 

соревновании по сегментации изображений ISBI [39]. В октябре того же года 

аналогичная система победила в конкурсе ImageNet [40], превзойдя занявший 

второе место традиционный алгоритм SIFT + FVs на 41.6% по показателю Top–5. 

В дальнейшем способность нейросетевых алгоритмов обеспечивать выходные 

данные с высокими показателями качества позволила им практически полностью 

занять рейтинговые таблицы в различных задачах обработки визуальной 

информации [41, 42]. Таким образом, если на этапе проектирования системы 

компьютерного зрения в технических условиях не заложено требование к ее 

реализации на базе традиционных алгоритмов, выбор делается в пользу 

нейросетевых методов как дающих наилучшие результаты. 

 

1.2.2 Классификация алгоритмов обнаружения объектов 

Существующие нейросетевые алгоритмы обнаружения объектов можно 

разделить на две категории. Первая – это архитектуры с двухступенчатым 

детектированием. Примером такой архитектуры является сеть Faster R-CNN [43]. 

Алгоритмы, принадлежащие к этой категории, на первом этапе выбирают области 

изображения, которые с высокой вероятностью содержат некоторый объект, 

используя для этого сеть предложений регионов (Region Proposal Network, RPN) 

[44]. Затем выбранные области передаются в сверточную нейронную сеть на основе 

регионов (Region Based Convolutional Neural Network, R-CNN) [45], которая выдает 

оценку о принадлежности объекта в отфильтрованной области изображения к 
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какому-либо семантическому классу, а также пространственное положение 

объекта на изображении. Вторая категория – это архитектуры с одноступенчатым 

детектированием, такие как YOLO [46], SSD [47] и RetinaNet [48]. Такие 

алгоритмы, как правило, имеют полностью сверточную архитектуру и на выходе 

сразу выдают класс объекта и его пространственное положение. 

Двухступенчатые детекторы обладают высокой точностью локализации и 

распознавания объектов, в то время как одноступенчатые сразу выдают 

информацию об объектах на изображении, пропуская шаг предложения областей, 

в которых может содержаться какой-либо объект. Таким образом, последние более 

эффективны с точки зрения быстродействия и могут использоваться в системах 

реального времени. 

В своей классической реализации алгоритмы обнаружения объектов не 

определяют никаких параметров объектов, кроме класса и ограничивающих рамок. 

В этой связи для определения других параметров требуется дополнительный 

анализ объектов и их характерных признаков на изображении. В большинстве 

реализаций систем анализа окружающего пространства обнаружение объекта на 

изображении и определение расстояния до него являются двумя отдельными 

последовательными процессами: алгоритмы оценки расстояния, как правило, 

используют данные, полученные от алгоритмов-детекторов (классы объектов и 

параметры их ограничивающих рамок). 

1.2.3 Оценка расстояния до объектов окружающего пространства 

Многие работы, посвященные оценке расстояния до объектов интереса, 

сосредоточены на построении некоторой модели для представления 

геометрической связи между точками на изображениях и их физическими 

параметрами в координатах реального мира. Одним из классических способов 

оценки расстояния до объекта интереса, определенного на изображении точкой или 

ограничивающей рамкой, является преобразование точки изображения в 

соответствующую координату на виде с высоты птичьего полета с использованием 

алгоритма обратного отображения перспективы (Inverse Perspective Mapping, IPM) 

[49]. Применение IPM позволяет перенести в плоскость дороги не только 
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обнаруженные объекты, но и другие данные, полученные из изображения, как 

например, разметку или проходимое пространство, также IPM обладает низкой 

алгоритмической и вычислительной сложностью. Однако из-за недостатков 

алгоритма IPM у подобных подходов возникают проблемы с точностью оценок в 

случаях, когда объекты расположены на расстоянии более 40 метров от точки 

обзора, на изгибах дороги или при изменении ориентации камеры относительно 

плоскости дороги.  

Известны работы, в которых для определения расстояния используется 

оценка высоты и ширины ограничивающих рамок методом опорных векторов [50]. 

Архитектура DisNet, [51], является одним из примеров реализации подобного 

подхода с применением для оценки расстояний сверточной нейронной сети. 

Подобно алгоритмам с обратным преобразованием перспективы, эта модель 

основывается на геометрических зависимостях. С их помощью ограничивающей 

рамке присваивается определенное значение расстояния в зависимости от ее 

ширины и высоты. 

Существует группа алгоритмов, которая для определения расстояния до 

объектов использует данные из т.н. карты диспарантности (англ. disparity map) или 

карты глубины (англ. depth map), получаемой дополнительным алгоритмом при 

помощи анализа одного или двух изображений [52]. Два изображения сцены, 

полученные двумя смещенными по горизонтали камерами, используются для 

получения двух разных проекций точек сцены. При помощи обработки и анализа 

этих изображений можно получить дополнительную информацию о расстоянии от 

камеры до точек изображения. Результат обработки представляет собой карту 

диспарантности или карту глубины, значения которой связаны однозначной 

зависимостью с реальным расстоянием до точки объекта. Существуют как 

классические алгоритмы построения карт глубин [53], так и алгоритмы на основе 

глубоких нейронных сетей [54]. Применение последних сделало возможным 

получение стереоинформации при помощи только одного изображения, 

полученного от одной камеры [55], [56]. Примером нейросетевого алгоритма, 



31 
 

вычисляющего и использующего карты диспарантности является упомянутая 

система HydraNet компании Tesla [30].  

Имея информацию об обнаруженных объектах из алгоритма-детектора и 

карту глубин, можно получить оценку расстояния до выбранного объекта путем 

извлечения из карты глубины информации о расстоянии до определенной точки 

или области этого объекта. Недостатком алгоритмов, основанных на извлечении 

информации из карты глубины, является ухудшение точности оценки по мере 

удаления объекта от камеры. Оно снижается пропорционально квадрату 

расстояния между камерой и объектом [57]. 

Определение пространственной ориентации объектов интереса играет 

важную роль в задаче анализа окружающего пространства и построении его 

виртуальной модели, так как информация об ориентации позволяет точнее 

спрогнозировать дальнейшее поведение объекта. Методы определения 

пространственной ориентации, описанные в литературе, могут быть условно 

разделены на методы с использованием шаблона и методы на основе признаков. В 

методах первого типа создается геометрический шаблон, который, как правило, 

получают при помощи трехмерной модели объекта определенного типа (например, 

автомобиля), визуализированной в нескольких ракурсах. При анализе изображения 

его области сравниваются с шаблоном. В результате сравнения рассчитывается 

оценка сходства. Сравнивая набор оценок, полученных при анализе изображения, 

идентифицируют наилучшие совпадения, и по свойствам полученных совпадений 

определяют, присутствует ли объект данного типа в анализируемом пространстве 

[58-60]. При реализации данного подхода исходные данные для оценки ориентации 

получают с помощью алгоритмов обнаружения 2D-объектов в плоскости 

изображения – в основном расширенных версий алгоритмов-детекторов на основе 

глубокого обучения [61-63]. Методы на основе шаблонов эффективны в основном 

при анализе однородных объектов без текстуры. Также следует отметить, что 

обработка этими методами ситуаций, когда происходит перекрытие объектов, 

затруднена, поскольку шаблон имеет низкую оценку сходства, если один объект 

закрыт или частично перекрыт другим объектом.  
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В методах второго типа (основанных на признаках) локальные признаки 

извлекаются либо из областей изображения, либо из каждого пикселя и 

сопоставляются с признаками, предварительно определенными с помощью 3D-

моделей объектов интереса (например, автомобилей). В результате сопоставления 

устанавливается степень соответствия между двумерной проекцией объекта на 

изображении и трехмерной моделью объекта. Это, в свою очередь, позволяет 

оценить положение и ориентацию объекта в трехмерном пространстве [64-68]. 

Методы, основанные на признаках, способны адекватно обрабатывать окклюзии 

между объектами. Однако, вычисление локальных признаков требует достаточной 

текстурированности объектов. Для работы с объектами, не имеющими четко 

выраженной текстуры, существуют методы на основе глубокого обучения 

нейронных сетей [69].  

Метод, описанный в работе [70], состоит в использовании глубокой 

сверточной нейронной сети для получения ориентации и размеров трехмерной 

рамки, ограничивающей объект интереса. Исходной информацией для анализа 

является участок изображения, который ограничен плоской рамкой с известными 

геометрическими параметрами. Переход к пространственной модели 

осуществляется на основании того, что двумерная рамка является проекцией 

трехмерной рамки на плоскость изображения. Подход с вычислением и 

построением трехмерных ограничивающих рамок объектов также используется 

нейронной сетью HydraNet компании Tesla [30]. 

Подводя итог анализа задачи идентификации внешних объектов и их 

параметров, можно сказать, что существующая на сегодняшний день совокупность 

нейросетевых методов позволяет решать эту задачу в объеме, необходимом для 

обеспечения работоспособности функций автоматического управления движением 

автомобиля. Функциональность алгоритмов позволяет охватить значительный 

диапазон дорожных ситуаций, который, однако, далек от того, чтобы быть 

исчерпывающим. Возможности систем технического зрения ограничиваются 

проблемами качества идентификации, связанными с несовершенствами 

конкретных алгоритмов, а также с недостаточно совершенными функциями 
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обучения нейронных сетей и недостаточно полными обучающими данными. Кроме 

того, существует проблема вычислительной сложности алгоритмов, которая также 

ограничивает их возможности, а следовательно – и качество работы. 

Узкоспециализированная природа рассмотренных методов приводит к тому, что 

для полноценного решения задачи идентификации объектов необходимо 

использовать целый набор алгоритмов, что делает программную структуру 

системы технического зрения сложной, а требования к вычислительным ресурсам 

– высокими. Так, комплекс алгоритмов HydraNet фирмы Tesla реализован в 

контроллере FSD Computer (Full Self-Driving Computer, компьютер полностью 

беспилотного управления), который имеет вычислительную мощность 72 TOPs  (с 

учетом избыточности) [30], что в 2,25 раза больше, чем у доступных на рынке 

специализированных вычислителей Nvidia Jetson AGX Xavier (32 TOPs) [71]. 

 

1.2.4 Определение проходимого пространства 

 Помимо определения множества различных типовых объектов, которые 

могут быть обнаружены алгоритмами-детекторами, в любой дорожной ситуации 

всегда присутствуют объекты, обнаружение и параметризация которых как 

отдельных сущностей может быть невозможна и/ или избыточна, но при этом эти 

объекты в не меньшей степени оказывают влияние на безопасность движения. 

Такие объекты могут быть интерпретированы в виртуальной модели дорожной 

обстановки при помощи алгоритмов обнаружения проходимого пространства. 

Проходимое пространство (англ. driveable space) определяется как свободное 

пространство перед транспортным средством, в котором можно проложить 

безопасную траекторию с соблюдением всех правил дорожного движения. Задача 

обнаружения проходимого пространства наиболее точно определяется как задача 

семантической сегментации: на основании информации, содержащейся в 

изображении x, назначить каждому пикселю изображения метку ŷ ∈ {0, 1, …, M}, 

которая обозначает, что этот пиксель принадлежит объекту, соответствующему 

классу объектов с индексом M. В настоящей работе множество меток составлено 

из двух элементов: {0, 1}, где 0 – «непроходимое пространство», а 1 – «проходимое 
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пространство». Нейросетевой алгоритм идентификации проходимого пространства 

перед использованием должен быть обучен на репрезентативной выборке, 

отражающей зависимость между входными данными и требуемым представлением 

данных на выходе. Для обучения используются заранее размеченные изображения, 

в соответствие которым ставятся матрицы, содержащие информацию о метках 

пикселей. На рисунке 1.7 в качестве примера представлен экземпляр из обучающей 

выборки изображений. Слева показано входное изображение x, в центре – бинарная 

матрица y меток принадлежности пикселей к классам, справа – наложение матрицы 

меток на входное изображение. 

 

Рисунок 1.7 – Пример экземпляра из обучающей выборки для задачи 

распознавания проходимого пространства 

 

В общем виде архитектура нейронной сети, предназначенной для 

распознавания проходимого пространства, может быть представлена как 

последовательность из двух «подсетей»: сети-энкодера и сети-декодера. Задачей 

сети-энкодера является получение репрезентативного латентного пространства 

признаков (англ. latent space). Энкодер обычно представляет собой нейросеть для 

решения задачи классификации с некоторым количеством отброшенных конечных 

слоев. Это позволяет частично использовать значения весовых коэффициентов, 

полученных при обучении сети на задаче классификации, снижая тем самым время 

обучения и уменьшая количество необходимых обучающих данных. 

Задача декодера – перенести признаки из латентного пространства признаков 

(низкое разрешение), изученного энкодером, в пространство пикселей (более 
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высокое разрешение), чтобы получить набор масок для каждого пикселя, 

означающих его принадлежность к какому-либо классу. 

В настоящее время существует несколько архитектур нейронных сетей, 

предназначенных для семантической сегментации изображений окружающего 

пространства. Сеть архитектуры FCN [72] не имеет в составе полносвязных слоев 

и состоит только из слоев свертки и обратной свертки. В частности, свертка 1 × 1 

(попиксельная свертка) используется для вычисления оценки для каждого класса в 

изображении. Из-за операций объединения, которые следуют за сверточными 

слоями, получаемая на выходе алгоритма маска имеет меньшее разрешение, чем 

входное изображение.  

Сеть архитектуры U-Net [73] предназначена для сегментации изображений 

при обучении сети на небольшой обучающей выборке. Сеть состоит из сверточных 

слоев и слоёв обратной свертки (разверточных слоев, deconvolution layers). 

Особенностью архитектуры является перенос признаков из сети-энкодера в сеть-

декодер между зеркально-симметричными слоями свертки и обратной свертки.  

В архитектуре SegNet [74] сеть-энкодер содержит ряд операций свертки и 

подвыборки максимального значения для извлечения признаков, что аналогично 

архитектуре FCN. Ключевой особенностью архитектуры SegNet является то, что 

она сохраняет индекс элемента при операции подвыборки максимального значения 

и использует его в процессе повышения разрешения в сети-декодере. Сеть-декодер 

построена зеркально-симметрично структуре сети-энкодера. 

Сеть DeepLab [75] создана на основе FCN и использует свертку «atrous», 

которая расширяет диапазон фильтров для включения контекста и признаков в 

большей окрестности изображения. Использование операций понижающей 

дискретизации и подвыборки максимального значения приводит к высокой 

вероятности потери мелких деталей в результирующей маске на выходе алгоритма.  

Сеть Enet [76] разработана специально для задач, требующих высокого 

быстродействия. Аналогично архитектуре SegNet, ENet сохраняет индекс элемента 

при операции подвыборки максимального значения и использует его в процессе 

повышения разрешения в сети-декодере. 
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Сравнительное исследование перечисленных архитектур показало, что сеть 

ENet является наиболее подходящей для решения задачи построения виртуальной 

модели пространства вокруг транспортного средства. Применение этой сети 

позволяет добиться высокой скорости работы обученного алгоритма, сохранив при 

этом хорошие качественные показатели [77]. 

Алгоритмы глубокого обучения нейронных сетей основаны на методе 

стохастического градиентного спуска, который заключается в нахождения 

минимума целевой функции на выборке данных посредством итеративного 

движения вдоль ее градиента [78, 79]. Анализ опубликованных работ показал, что 

в задачах сегментации применяются либо различные вариации целевых функций 

на основе перекрестной энтропии [80-82], либо функции на основе классических 

коэффициентов Жаккара или Сёренсена–Дайса, либо взвешенная сумма этих 

коэффициентов и перекрестной энтропии [83]. В рассмотренных публикациях не 

обнаруживается свидетельств выраженного преимущества какой-либо из 

перечисленных функций над другими с точки зрения эффективности обученных 

алгоритмов. Выбор типа функции осуществляется в зависимости от особенностей 

решаемой задачи. В настоящей работе рассматривается функция на основе 

коэффициента Сёренсена–Дайса. Ее выбор обусловлен предыдущим опытом 

решения задач технического зрения, в которых она обеспечила более быструю 

сходимость процесса обучения, чем другие типы функций. Кроме того, в случае 

использования данной функции в качестве базовой описываемые ниже операции с 

ложными оценками могут быть удобно представлены посредством теории 

множеств и имеют понятную геометрическую интерпретацию. 

Коэффициент Сёренсена–Дайса (Sørensen–Dice Coefficient) [84] в общем 

виде может быть определен следующим образом. Пусть P – множество меток, 

предсказанных (спрогнозированных) нейронной сетью, а G – набор истинных 

меток. Тогда коэффициент Сёренсена–Дайса между P и G определяется как: 

𝑆𝐷(𝑃, 𝐺) =
2|𝑃𝐺|

|𝑃| + |𝐺|
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Целевая функция на основе этого коэффициента (с учетом того, что в 

процессе обучения функция должна минимизироваться) имеет следующий вид: 

𝑆𝐷𝐹(𝑃, 𝐺) = 1 −
2|𝑃𝐺| + 1

|𝑃| + |𝐺| + 1
  

(1.1) 

Единицы в числителе и знаменателе вводятся для того, чтобы избежать 

ошибки деления на ноль. Обозначение SDF является аббревиатурой англоязычного 

термина Sørensen–Dice Function. 

Обучение алгоритмов с применением подобных целевых функций 

направлено на повышение общего качества идентификации. Однако в АСУД, 

помимо общего требования в отношении качества информации об окружающей 

среде, к алгоритму сегментации должны предъявляться дополнительные 

требования, касающиеся неравнозначности ошибок первого и второго рода. Это 

связано с тем, что в конкретных дорожных ситуациях последствия 

ложноположительных и ложноотрицательных оценок могут существенно 

различаться с точки зрения создаваемых рисков. В задаче обнаружения 

проходимого пространства ложноположительное срабатывание представляет 

собой ситуацию, в которой система оценивает недоступные для транспортного 

средства области окружающего пространства как разрешенные для движения, что 

может повлечь выезд автомобиля в пешеходную зону или столкновение с 

объектами окружения. Ложноотрицательное срабатывание дает обратную 

ситуацию, когда доступное для движения пространство оценивается как 

непроходимое, что, хотя и может привести к некорректному маневрированию 

автомобиля, несет меньше рисков вызвать аварийные последствия. 

На рисунке 1.8 приведены наглядные примеры ложноположительных (а) и 

ложноотрицательных (б) оценок в задаче обнаружения проходимого пространства. 

В случае а) пешеход был включен в область, разрешенную для движения 

транспортного средства (область изображения, выделенная зеленой заливкой), что 

создает опасность наезда. Во втором случае участок проезжей части справа был 

распознан как непригодный для движения, что в данной ситуации не создает 

значительных рисков. 
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Рисунок 1.8 – Примеры ложноположительных (а) и ложноотрицательных (б) 

оценок в задаче обнаружения проходимого пространства 

 

1.3 Алгоритмы планирования траектории движения автомобиля в 

АСУД 

1.3.1 Концепция автоматического планирования траекторий движения 

автомобиля 

Планирование траектории является одним из центральных аспектов в задаче 

автоматического управления транспортным средством. В общем виде эта задача 

может быть сформулирована как генерация управляющей последовательности 

(либо элементов траектории, либо управляющих сигналов, обеспечивающих 

следование по траектории) на основе информации об окружающей среде. 

Последняя может быть представлена в виде некоторой пространственной 

структуры, такой как карта на основе сетки или граф, состоящий из набора 

логических точек назначения и промежуточных точек маршрута, а также 

информации о точке назначения и информации о характеристиках управляемого 

объекта.  

Задача планирования пути делится на глобальное планирование (англ. global 

path planning) и локальное планирования (англ. local path planning). Глобальное 

планирование пути генерирует упрощенный (высокоуровневый) путь или путь с 

низким разрешением и пространственной точностью от точки начала движения до 

целевой точки. В зависимости от реализации на этом этапе могут не учитываться 

кинематические, динамические и прочие факторы, определяющие движение 

транспортного средства. Примером реализации глобального планирования пути 

может являться планирование движения автомобиля по дорожной карте города. 
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Планирование движения автомобиля сводится к построению пути на дорожном 

графе, рёбрами которого являются дороги, а вершинами - пересечения дорог.  

Локальное планирование пути, также называемое непрерывным 

планированием пути, генерирует траекторию «низкого уровня» с высоким 

разрешением, в ближайшей окрестности автомобиля (т.е. в ближайшем сегменте 

глобального пути). Эта задача выполняется алгоритмом, который непосредственно 

занимается планированием движения и который определяет безопасность и 

проходимость проложенного маршрута, поэтому данный алгоритм должен 

учитывать внешние ограничения и динамические свойства объекта для синтеза 

траектории движения. 

 В этой работе рассматривается задача локального планирования пути, 

которая определяется как нахождение некоторой геометрической кривой, 

соединяющей начальное местоположение транспортного средства и целевое 

местоположение таким образом, чтобы избежать столкновений с препятствиями. 

Путь, являющийся решением задачи планирования, должен быть проходимым для 

транспортного средства и удовлетворять заданному критерию. Для различных 

ситуаций этим критерием может быть гладкость пути, его длина, возможность 

транспортного средства двигаться по построенному пути с наибольшей скоростью 

и другие простые и комплексные критерии. 

Планирование траектории требует построения карты дорожной обстановки, 

которая дает достаточно точное описание пространственного положения 

различных объектов в среде, в которой находится автомобиль, включая 

препятствия различного вида (другие автомобили, пешеходы и т. д). Цель 

построения карты окружающей среды — предоставить АСУД структурированные 

данные, на основании которых алгоритм планирования строит путь от начальной 

точки до целевой точки, учитывая ограничения, налагаемые конфигурацией 

дорожной обстановки. 

Планирование движения автоматизированных транспортных средств 

является задачей, на которую обращено значительное внимание исследователей 

как в области разработки автомобильного транспорта, так и в области разработки 
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различным робототехнических систем. На сегодняшний день разработано 

значительное количество алгоритмов, применяющих различные подходы к задаче 

планирования движения. В работах [85] было доказано, что задача построения 

оптимальной траектории движения является нетривиальной даже для простейших 

дорожных ситуаций. 

Множество подходов к решению задачи построения траектории 

транспортного средства может условно быть разделено на шесть категорий на 

основе интерпретации задачи поиска пути: 

– алгоритмы, использующие разделение окружающего пространства 

транспортного средства на элементарные ячейки [86]; 

– поисковые алгоритмы, в которых окружающее пространство 

представляется в виде графа [87], вершины которого описывают состояние 

объекта, а ребра – переходы между состояниями   

– алгоритмы на основе выборок (проб) [88] [89]; 

– алгоритмы, применяющих т.н. «искусственные потенциальные поля» для 

определения виртуальных сил, действующих на объект управления [90]; 

– методы на основе аппроксимации сегментов траекторий кривыми 

различных порядков; 

– интеллектуальные алгоритмы; 

Следующие разделы подробно описывают принципы работы алгоритмов, 

принадлежащих к этим категориям. 

1.3.2 Алгоритмы на основе разбиения пространства 

Алгоритмы этой категории работают на основе декомпозиции окружающего 

пространства транспортного средства на ячейки, таким образом, что эти ячейки 

могут использоваться для построения пути (рисунок 1.9) [91]. Для этого 

используется метод, называемый диаграммами (или мозаикой) Вороного [92]. 

Основная цель таких алгоритмов — найти удовлетворяющую некоторому 

функционалу конфигурацию соединенных ячеек, в конечном итоге приводящую от 

исходной точки к точке назначения. Их основным преимуществом является 

скорость работы, однако во многих случаях полученные решения являются 
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невыполнимыми для транспортного средства с кинематическими и динамическими 

ограничениями. Кроме того, большое влияние на способ декомпозиции 

пространства оказывают препятствия и вид объекта, для которого выполняется 

поиск пути.  

 

Рисунок 1.9 – Процесс разбиения пространства алгоритмом, представленным в 

работе [91] a – входная карта занятого пространства, б – карта занятого 

пространства с добавленными зазорами безопасности в  - определение точек 

Вороного, г – выполнение разбиения диаграммами Вороного, д – обобщенное 

разбиение диаграммами Вороного, е – обобщенное разбиение с уменьшенным 

количеством точек 

1.3.3 Алгоритмы на основе поиска по графу  

Алгоритмы этой категории основаны на поиске пути между двумя узлами 

внутри графа, построенного на основе описания окружающего пространства. 

Основная задача состоит в том, чтобы построить граф, ребра которого формируют 

путь, минимизирующий некоторый функционал качества, такой как расстояние 

или время прохождения пути. В этой категории можно выделить алгоритмы, 

которые получили большое количество вариаций, улучшающих их качественные 

параметры работы: «A*»[93], «Dijkstra» (алгоритм Дийкстры) [94], «Floyd–
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Warshall» (Алгоритм Флойда — Уоршелла) [95]. Среди вариаций алгоритма «A*» 

можно привести  «Theta*» [96], Phi* [97], Generalized Adaptive A* [98]. В некоторых 

источниках из-за большого количества вариаций различные версии этих 

алгоритмов объединяются в так называемые «семейства». 

В отличие от многих алгоритмов поиска траектории, алгоритм Hybrid A* [99] 

способен учитывать непрерывный характер окружающего пространства, в котором 

происходит поиск траектории. Это достигается за счет использования набора 

предварительно вычисленных маневров-примитивов, используемых для 

определения достижимых состояний. Таким образом, «дерево» траекторий 

строится этим алгоритмом из последовательности маневров-примитивов. 

Сравнение способов поиска промежуточной точки для алгоритмов А* и Hybrid А* 

приведено на рисунке 1.10.  

 

Рисунок 1.10 – Возможные точки назначения при выполнении одного шага 

построения траектории. (а) – Алгоритм А*, (б) – Алгоритм Hybrid А*. 

 

Маневры-примитивы формируются дугами разной кривизны, подобранными 

в связи с предположениями об ограничениях, наложенных на характер движения 

управляемого объекта. Положение, в которое объект попадает при выполнении 

маневра-примитива, сохраняется вместе с дискретным положением, связанным с 

соответствующей ячейкой занятого пространства. Пример работы алгоритма 

приведен на рисунке 1.11. Началом движения является зеленый круг в левом 

нижнем углу приведенной карты, конечной точкой – красный круг правее центра 

изображения. 
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Рисунок 1.11 – Пример работы алгоритма Hybrid A* [99] 

 

Алгоритм Hybrid A* и его вариации широко применяются для решения задач 

построения траектории движения беспилотного транспорта, мобильных роботов и 

рабочих органов роботов-манипуляторов [100]. 

1.3.4 Алгоритмы на основе проб (выборок)  

Работа алгоритмов этой категории состоит из двух последовательных этапов: 

этапа наблюдения и этапа поиска. На этапе наблюдения производится построение 

графа – дорожной карты. В окружающем пространстве случайным образом 

выбираются положения вокруг стартовой точки, которые, если они не нарушают 

наложенных ограничений и лежат в свободном пространстве, добавляются к 

множеству узлов, составляющих траекторию. Каждое полученное соединение 

является ребром графа дорожной карты, представляющим переход между двумя 

соседними состояниями. Процесс повторяется итеративно, пока не будет 

достигнута точка назначения или не будет выполнен иной критерий прекращения 

движения. Новые пробы могут генерироваться как случайным образом, так и с 

применением маневров под действием случайных управляющих воздействий, 

выполнение которых возможно из текущего состояния или заранее 

сгенерированных маневров-примитивов. [101] [102] Примерами алгоритмов 

данной категории являются вариации алгоритма «быстро исследующих случайных 
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деревьев» (англ. rapidly exploring random tree, RRT) [103] и вероятностные 

дорожные карты (Probabilistic Roadmaps, PRM) [104] (рисунок 1.12). Как и в случае 

с алгоритмами разбиения пространства, одним из основных недостатков 

алгоритмов этой категории является то, что полученные алгоритмом траектории-

решения могут быть невыполнимы для реального автомобиля в силу не 

учитываемых ограничений на параметры его движения и управления [105, 106]. 

 

     а)    б) 

Рисунок 1.12 – Результат построения траектории алгоритмом RRT [101] с 

использованием модели движения объекта управления а) кинематической и б) 

динамической 

1.3.5 Алгоритмы на основе «искусственных потенциальных полей» 

Алгоритмы этой категории в своей основе имеют так называемые 

«искусственные потенциальные поля» [90], построенные в пространстве вокруг 

объекта, для которого проводится поиск траектории. Эти поля создают 

виртуальные силы, под действием которых объект должен «отталкиваться» от 

нежелательных для движения областей пространства и «притягиваться» к 

желательным. Среди недостатков алгоритмов этой категории можно выделить 

возможность ситуаций, когда при поиске решения алгоритм может остановиться в 

локальных минимумах сгенерированного поля, либо сгенерированное решение 

может быть неустойчивым для автомобиля [107] (рисунок 1.13). 
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Рисунок 1.13 – Процесс генерирования потенциального поля, представленный в 

работе [108] (а) притягивающий потенциал, создаваемый точкой назначения;  

(б) отталкивающий потенциал, создаваемый препятствием и точкой старта;  

(в) результирующее потенциальное поле. 

1.3.6 Алгоритмы на основе аппроксимации траекторий кривыми  

Для некоторых представлений окружающего пространства траектория может 

быть сразу задана как набор кривых, определенных в зависимости от положения 

транспортного средства и состояния окружающего пространства. Кривые задаются 

математическими функциями, например, клотоидами, кривыми Безье или 

сплайнами. Пример построения траектории при помощи метода этой категории 

приведен на рисунке 1.14 [109]. Кривые могут использоваться как маневры-

примитивы для синтеза сложной траектории или могут аппроксимировать набор 

точек, построенный на основе карты окружающего пространства другим 

алгоритмом. Ограничения этих методов связаны с кривыми, которые являются 

кандидатами на представление локального пути для транспортного средства. 

Каждая из них должна быть дополнительно проанализирована, чтобы обеспечить 

кинематическую/динамическую осуществимость и отсутствие столкновений с 

объектами окружающего пространства. В результате практическая реализация 

построения траектории для локального перемещения представляет собой задачу с 

высокой вычислительной сложностью, что затрудняет использование этих 

алгоритмов в бортовых вычислительных блоках серийных автомобилей. 
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Рисунок 1.14 – Построение траектории движения в виде кривой Безье на участке 

пространства, представленном в виде коридора заданной ширины [109] 

1.3.7 Алгоритмы на основе методов искусственного интеллекта  

Алгоритмы этой категории решают задачу построения траекторий, будучи 

«обученными» на образцах человеческого поведения или с помощью подхода 

штрафов и поощрений. Эти методы получили существенное развитие с 2012 года с 

появлением глубокого обучения нейронных сетей. В результате был выработан ряд 

подходов к решению задачи построения траектории – от алгоритмов, строящих 

траекторию транспортного средства в ее традиционной интерпретации [110], до 

решений, позволяющих прогнозировать требуемую последовательность углов 

поворота рулевого колеса с использованием изображений дорожной обстановки, 

получаемых камерой технического зрения, установленной в передней части 

автомобиля [111]. 

Существует несколько инструментов, на основе которых реализуются 

интеллектуальные алгоритмы, используемые для решения задачи локального 

планирования пути: алгоритмы с применением нечеткой логики, генетические 

алгоритмы, искусственные нейронные сети [112]. Одно из первых решений задачи 

планирования пути с использованием интеллектуальных алгоритмов было 

получено с использованием нечеткой логики. В работе [113] при помощи 

алгоритмов нечеткой логики система планирования пути мобильного робота 

производит выбор маневров-примитивов в зависимости от собственного состояния 

и состояния окружения. Существенным недостатком такого подхода являлось 

низкое качество полученных траекторий. В 1997 году было получено решение 
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задачи планирования траектории с применением генетических алгоритмов [114]. 

Благодаря особенностям своего функционирования генетические алгоритмы 

хорошо подходят для поиска глобальных оптимальных траекторий, однако они 

плохо масштабируются в средах с большим количеством объектов и имеют 

высокую вычислительную сложность, которая прогрессивно возрастает с 

увеличением размерности задачи. Существуют «гибридные» методы, в которых 

алгоритмы искусственного интеллекта используются для улучшения качества 

решения, полученного при помощи классических алгоритмов. Например, в работе 

[115] используется подход с применением «искусственных потенциальных полей», 

совместно с которым для улучшения решения применяется дополнительная 

обработка данных при помощи генетического алгоритма. В некоторых работах для 

решения задачи построения траектории использовался метод оптимизации типа 

роя частиц [116] [117]. Однако, как и в случае использования генетического 

алгоритма, метод весьма требователен к вычислительным мощностям, а качество 

решения сильно зависит от формы препятствий в окружающем пространстве. 

Искусственные нейронные сети также нашли применение в решении задачи 

планирования пути для мобильных роботов и автономных транспортных средств. 

Существуют работы, в которых исследуется комбинирование нейронных сетей с 

дополнительными инструментами, такими как нечеткая логика или генетические 

алгоритмы, используемыми для повышения надежности, уменьшения времени 

обучения нейронной сети и повышения скорости работы алгоритма. В работе [118] 

для решения задачи построения траектории используется нейронечеткий 

контроллер, в котором модуль нечеткой логики основан на наборе маневров-

примитивов. Искусственная нейронная сеть задействуется, если активирован 

примитив поворота, и используется для вычисления угла поворота рулевого колеса 

при выполнении маневра. 

Использование нейронных сетей для получения управляющей 

последовательности непосредственно из изображения дорожной ситуации 

реализует т.н. подход сквозного (end-to-end) обучения нейронных алгоритмов. На 

рисунке 1.15 представлен пример применения данного подхода в работе [119]. 



48 
 

 

Рисунок 1.15 – Результат прогнозирования траектории нейросетевым 

алгоритмом, представленным в работе [119] 

 

Слева на рисунке показано изображение, снятое камерой, установленной на 

капоте автомобиля, а справа – траектория в декартовой системе координат, 

полученная на основе анализа изображения нейронной сетью. 

Одним из наиболее интересных подходов с применением нейронных сетей 

(который использован и в настоящей работе) является обучение с подкреплением 

(англ. reinforcement learning, RL). Его применение позволяет объекту, для которого 

проводится поиск траектории, адаптировать свое движение к окружающему 

пространству, независимо от того, насколько велика площадь пространства и 

каково количество объектов-препятствий.  

Термин «обучение с подкреплением» был заимствован из исследований, 

изучающих обучение и дрессировку животных [120], и впоследствии стал 

применяться к задачам искусственного интеллекта. Обучение этого типа реализует 

метод «проб и ошибок». Обучаемый объект, принимающий решения, называется 

агентом. Совокупность объектов и внешних факторов, с которыми агент 

производит взаимодействие во время выполнения поставленной перед ним задачи, 

включая все, что находится вне самого агента, называется средой. Агент и среда 

находятся в постоянном взаимодействии между собой: агент выбирает действия, а 

среда реагирует на эти действия каким-либо образом. Окружающая среда также 

определяет штрафы и вознаграждения – специальные числовые значения, которые 
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агент пытается максимизировать или минимизировать с течением времени.  Для 

осуществления процесса обучения должен быть реализован механизм обратной 

связи для оценки взаимодействия агента со средой. Применение данного подхода 

позволяет проводить обучение в непрерывном режиме за счет возможности агента 

взаимодействовать с окружающей средой и постоянно совершенствоваться. Для 

агентов возможные действия могут иметь вид непрерывного множества, которое 

определяет диапазон допустимых действий (например, диапазон допустимых углов 

поворота сервопривода рулевого колеса), или дискретного множества (например, 

разрешение только ограниченного числа допустимых углов поворота 

сервопривода). Интуитивно понятно, что максимизация краткосрочной выгоды 

часто может привести к плохим результатам в долгосрочной перспективе, 

поскольку многие действия, которые приводят к высокой мгновенной награде на 

одном временном шаге, могут поставить агента в невыгодное положение на 

следующих временных шагах. В этой связи алгоритм должен быть способен 

находить подходящий способ максимизировать совокупное вознаграждение, а не 

мгновенное вознаграждение, которое можно получить одним действием. 

Обучение с подкреплением отличается от т.н. обучения с «учителем», 

которое рассматривается в большинстве современных исследований в области 

машинного обучения. Обучение с «учителем» подразумевает усвоение алгоритмом 

эталонных образцов поведения в виде набора размеченных экземпляров, 

проанализированных некоторым внешним «учителем» – человеком или 

алгоритмом. Каждый обучающий экземпляр представляет собой описание 

ситуации вместе с описанием (меткой) правильного действия, которое система 

должна предпринять. Цель такого обучения состоит в том, чтобы алгоритм 

экстраполировал и обобщал данные в обучающей выборке таким образом, чтобы 

при анализе данных, отсутствующих в обучающей выборке, алгоритм мог выдать 

приемлемые решения. Хотя этот подход получил широкое распространение, он 

может быть неприменимым в задачах, в которых происходит взаимодействие 

агента со сложной окружающей средой, поскольку в них часто невозможно 

получить примеры желаемого поведения, которые одновременно являются 
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правильными и репрезентативными для всех ситуаций, в которых должен 

действовать агент. 

Обучение с подкреплением также отличается от метода обучения без 

«учителя», которое обычно заключается в поиске структуры, скрытой в выборках 

неразмеченных данных, поскольку само по себе обучение без «учителя» не решает 

проблему агента, заключающуюся в максимизации вознаграждения (или 

минимизации штрафа) за действия. По этой причине обучение с подкреплением 

считается третьим независимым подходом к машинному обучению наряду с 

обучением с «учителем» и без «учителя». [121]. 

Одно из первых исследований, в котором для задачи построения траектории 

автономных мобильных систем был реализован вариант обучения с подкреплением 

– Q-обучение – предлагало относительно простую целевую функцию: значение «1» 

присваивалось целевому состоянию, «-1» — состоянию, в котором происходило 

столкновение с окружающим пространством, и «0» – любым другим состояниям 

[122]. Недостатком этого решения было длительное время, требуемое для 

построения траектории. Метод Q-обучения был значительно улучшен в работе 

[123], пример результатов которой представлен на рисунке 1.16. Черным маркером 

на рисунке отмечены положения управляемого объекта, красным маркером – 

положения целевой точки, синим – положения препятствий. Недостатком подхода, 

предложенного в этой работе, является примитивность интерпретации 

пространства вокруг объекта, для которого ведется построение траектории, а также 

простота сценариев, в которых возможно функционирование алгоритма, что делает 

подход неприменимым в задачах планирования траектории транспортного 

средства. 
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Рисунок 1.16 – Пример построенных траекторий, приведенных в работе 

[123]. Слева – обучающий сценарий, справа – тестовый сценарий. 

 

В некоторых исследованиях Q-обучение было применено совместно с 

другими методами искусственного интеллекта, чтобы повысить 

производительность вычислений или качественные параметры работы алгоритмов. 

Так, оно было объединено с алгоритмами нечеткой логики в работах [124] и [125].  

1.4 Концепция усовершенствованной АСУД на основе нейросетевых 

алгоритмов 

По результатам проведенного анализа были отмечены ключевые недостатки 

известных алгоритмов, составляющих основу АСУД. В известных алгоритмах 

планирования движения при построении траектории не учитываются 

динамические свойства автомобиля и ограничения на параметры его движения, что 

делает результаты работы этих алгоритмов не всегда пригодными для выполнения 

в реальных условиях движения. Также известные алгоритмы учитывают 

геометрию автомобиля излишне упрощенно: автомобиль считается материальной 

точкой, а вокруг препятствий создаются «области безопасности» определенной 

площади, что в некоторых дорожных ситуациях не позволяет алгоритмам находить 

решения. 

Для создания усовершенствованного алгоритма планирования движения, 

лишенного перечисленных недостатков, в настоящей работе предлагается подход, 

комбинирующий методы теории системы ВАДС и интеллектуальные алгоритмы 

планирования траектории движения. Основным методом теории ВАДС, 
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используемым в данном подходе, является построение алгоритма управления 

движением автомобиля на основе его математической модели и ограничений, 

налагаемых на его динамические и управляющие параметры. Этим будет 

обеспечиваться физическая осуществимость получаемого управления, а также его 

безопасность и комфортность для пассажиров. Вторым используемым методом 

теории ВАДС является использование модели водителя в виде регулятора, 

устанавливающего связь между траекторией движения автомобиля и углом 

поворота рулевого колеса. Используемый принцип планирования траекторий 

основывается на карте занятого пространства, которая строится по результатам 

анализа изображений дорожного окружения, выполняемого алгоритмами 

компьютерного зрения. Задачей алгоритма является построение траектории 

перемещения автомобиля в целевую точку, не допуская его соприкосновения (с 

учетом его реальных размеров) с недоступными для движения областями. 

Комбинирование подходов состоит в обучении интеллектуального (нейросетевого) 

алгоритма с использованием как математических моделей автомобиля и водителя, 

так и критериев планирования траектории с учетом дорожного окружения. 

Недостатком известных алгоритмов обнаружения участников дорожного 

движения и определения их параметров является их узкоспециализированная 

природа, что обуславливает необходимость их объединения в программные 

комплексы, предъявляющие высокие требования к вычислительным ресурсам. Для 

устранения этого недостатка может быть создан универсальный алгоритм, 

решающий как задачу обнаружения участников дорожного движения, так и задачу 

оценки их параметров. Основой такого алгоритма являются оригинальная (или 

модифицированная) архитектутра нейронной сети и новая функция обучения. 

Наиболее существенным недостатком известных алгоритмов идентификации 

проходимого пространства является отсутствие неравнозначности ошибок первого 

и второго рода, из-за чего алгоритмы могут допускать ошибки, критичные с точки 

зрения безопасности движения автомобиля. Для устранения этого недостатка могут 

быть предложены новые функции обучения, вводящие штрафы за 

ложноположительные оценки. 
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На рисунке 1.17 представлена блок-схема АСУД и взаимодействия между ее 

блоками, в основе которой лежит описанная концепция усовершенствованных 

алгоритмов. 

 

Рисунок 1.17 – Блок-схема усовершенствованной АСУД на основе нейросетевых 

алгоритмов планирования траектории и технического зрения 

 

В соответствии с данной схемой и концепцией в диссертационной работе 

должны быть синтезированы и исследованы следующие усовершенствованные 

нейросетевые алгоритмы: алгоритм идентификации участников дорожного 

движения и их параметров по данным, получаемым от видеокамер; алгоритм 

идентификации проходимого пространства по данным, получаемым от 

видеокамер; алгоритм планирования траектории движения с учетом окружающей 

дорожной обстановки и характеристик автомобиля. 
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1.5 Цель и задачи исследования 

На основе проведенного анализа и выработанной концепции 

усовершенстованной АСУД была сформулирована следующая цель 

диссертационного исследования:  

Повышение безопасности и улучшение характеристик движения автомобиля 

под управлением АСУД.  

Для достижения поставленной цели необходимо решить следующий ряд 

задач: 

1. Провести анализ исследований в области автоматического управления 

движением автомобиля с учетом дорожной обстановки и ее идентификации 

средствами технического зрения. 

2. Разработать математическую модель движения автомобиля. Выполнить 

проверку адекватности и точности модели. 

3. Разработать усовершенствованный алгоритм идентификации участников 

дорожного движения и их параметров с использованием средств технического 

зрения. Исследовать работоспособность и эффективность алгоритма.  

4. Разработать усовершенствованный алгоритм идентификации проходимого 

пространства с использованием средств технического зрения. Исследовать 

работоспособность и эффективность алгоритма. 

5. Разработать усовершенствованный алгоритм автоматического управления 

траекторным движением автомобиля с учетом дорожной обстановки. Исследовать 

работоспособность и эффективность алгоритма. 

1.6 Выводы 

 1. Проведенный анализ позволил выявить ключевые недостатки известных 

алгоритмов, составляющих основу АСУД. В случае алгоритмов планирования 

траектории движения автомобиля недостатками являются отсутствие учета 

динамических характеристик автомобиля и ограничений на параметры его 

движения и управления, а также упрощенное представление геометрии автомобиля 

при его позиционировании в дорожной обстановке. Для синтеза 

усовершенствованного алгоритма, лишенного этих недостатков, выработан 



55 
 

подход, комбинирующий методы теории ВАДС и методы создания и обучения 

нейросетевых алгоритмов. Подход сочетает поиск траектории движения с 

помощью нейронной сети, анализирующей карту занятого пространства, и 

применение математических моделей автомобиля и водителя для обучения этой 

нейронной сети. 

2.  В связи с обозначенной проблематикой алгоритмов идентификации 

объектов в пространстве, окружающем автомобиль, актуальной является задача 

синтеза оригинальной архитектуры нейронной сети, которая, помимо обнаружения 

участников дорожного движения, позволяет идентифицировать комплекс 

связанных с ними физических параметров. Применение этого решения позволит 

использовать один универсальный алгоритм идентификации вместо комплекса 

алгоритмов, что, в свою очередь, даст возможность при минимальном аппаратном 

обеспечении получать в реальном времени достаточные данные об участниках 

дорожного движения для последующего построения виртуальной модели 

дорожной обстановки. 

3. В результате анализа нейросетевых решений в области идентификации 

проходимого (проезжего) пространства можно сделать следующий основной 

вывод: для того, чтобы целевая функция, используемая при обучении, нужным 

образом влияла на поведение нейронной сети, она должна не только обеспечивать 

общее качество идентификации, но и в каком-либо виде реализовывать штраф за 

ложноположительные срабатывания алгоритма. В этой связи задача 

совершенствования алгоритмов анализа проходимого пространства, поставленная 

в данном диссертационном исследовании, подразумевает разработку целевых 

функций, включающих коэффициенты штрафа при ложноположительных оценках 

и исследование их влияния на поведение нейронной сети при распознавании 

проходимого пространства на дорогах общего пользования. 
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ГЛАВА 2. МАТЕМАТИЧЕСКИЕ МОДЕЛИ АВТОМОБИЛЯ И 

ВОДИТЕЛЯ 

2.1. Расчетная схема и уравнения модели динамики автомобиля 

Для синтеза функции обучения нейросетевого алгоритма планирования 

траектории движения автомобиля в настоящей работе используется 

математическая модель его динамики, основанная на велосипедной расчетной 

схеме при допущении линейных по углу бокового увода характеристик бокового 

сцепления шин. Выбор модели обоснован тем, что исследуемые режимы движения 

характеризуют типичную эксплуатацию автомобиля в городских условиях, 

которые характеризуются скоростями до 60 км/ч, опорными поверхностями с 

асфальтовым покрытием и боковыми ускорениями до 5 м/с2 (т.е. ниже диапазона 

экстренных маневров). Принято допущение, что во время движения автомобиля 

значения нормальных реакций не изменяются, а опорная поверхность имеет 

нулевой уклон и не меняет своих характеристик. 

Расчетная схема математической модели динамики автомобиля показана на 

рисунке 2.1. Система координат математической модели, связанная с кузовом 

автомобиля, имеет обозначение 𝑥𝑦𝑧. Ее начало совпадает с центром масс 

автомобиля, ось x направлена вдоль продольной оси автомобиля вперед, ось y 

направлена вдоль поперечной оси автомобиля влево, вертикальная ось 𝑧 

перпендикулярна опорной поверхности и направлена вверх.  

 

Рисунок 2.1 – Расчетная схема модели динамики автомобиля 
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На основании расчетной схемы можно записать следующую систему 

уравнений:  

{
 
 
 
 
 

 
 
 
 
 𝑚 · 𝑎𝑦 = 𝑚 · (

𝑑𝑣𝑦
𝑑𝑡

+ 𝑣𝑥 · 𝜔𝑧) =  𝑅𝑦1 · cos(𝛿𝑘) + 𝑅𝑦2

𝑀𝑧 = 𝐼𝑧 ·
𝑑𝜔𝑧
𝑑𝑡

=  𝑅𝑦1 · cos(𝛿𝑘) · 𝑙1 − 𝑅𝑦2 · 𝑙2

𝑅𝑦1 = с1 · 𝛼1
𝑅𝑦2 = с2 · 𝛼2

𝛼1 = −𝑎𝑟𝑐𝑡𝑔 (
𝑣𝑦 +𝜔𝑧 · 𝑙1

𝑣𝑥
) + 𝛿𝑘

𝛼2 = −𝑎𝑟𝑐𝑡𝑔 (
𝑣𝑦 − 𝜔𝑧 · 𝑙2

𝑣𝑥
) ,

 

где 𝑚 – масса автомобиля; 𝑎𝑦 – боковое ускорение центра масс; 𝑣𝑦- боковая 

скорость центра масс; 𝑣𝑥 – продольная скорость центра масс автомобиля, которая 

задается при обучении нейронной сети;  𝑀𝑧 – инерционный момент, действующий 

на автомобиль относительно оси 𝑧, 𝐼𝑧 – момент инерции автомобиля относительно 

оси 𝑧; 𝜔𝑧 –угловая скорость автомобиля относительно оси 𝑧; 𝑅𝑦1, 𝑅𝑦2– боковые 

проекции касательных реакций опорной поверхности, действующих на переднюю 

и заднюю оси автомобиля соответственно, 𝛿𝑘- угол поворота переднего 

обобщенного колеса; 𝑙1, 𝑙2- расстояния по оси 𝑥 от центра масс до передней и 

задней осей автомобиля соответственно; с1, с2– коэффициенты сопротивления 

уводу передней и задней осей; 𝛼1, 𝛼2–углы увода передней и задней осей. 

Входными сигналами модели являются угол поворота рулевого колеса и  

продольная скорость автомобиля 𝑣𝑥. Угол поворота рулевого колеса 𝜃р.к. 

преобразуется в угол поворота колеса передней оси 𝛿𝑘 при помощи передаточной 

характеристики рулевого механизма.  

Приведенная система уравнений может быть линеаризована (с 

использованием допущения малых значений аргументов тригонометрических 

функций) и приведена к виду: 
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{
 

 𝜔𝑧̇ − (
𝑐2 ∙ 𝑙2 − 𝑐1 ∙ 𝑙1

𝐼𝑣𝑥
)𝑣𝑦 + (

𝑐2 ∙ 𝑙2 ∙ 𝑙2 + 𝑐1 ∙ 𝑙1 ∙ 𝑙1
𝐼𝑣𝑥

)𝜔𝑧 = −
𝑐1 ∙ 𝑙1
𝐼𝑧

𝛿𝑘

 𝑣̇𝑦 − (
𝑐2 − 𝑐1
𝑚𝑣𝑥

) 𝑣𝑦 + (
𝑐2 ∙ 𝑙2 + 𝑐1 ∙ 𝑙1

𝑚𝑣𝑥
+ 𝑣𝑥)𝜔𝑧 = −

𝑐1
𝑚
𝛿𝑘

 

{
𝜔𝑧̇ + 𝑎1𝑣𝑦 + 𝑎2𝜔𝑧 = 𝑏1𝛿

 𝑣̇𝑦 + 𝑎3𝑣𝑦 + 𝑎4𝜔𝑧 = 𝑏2𝛿
 

где  

𝑎1 = −(
𝑐2 ∙ 𝑙2 − 𝑐1 ∙ 𝑙1

𝐼𝑧𝑣𝑥
) , 𝑎2 =

𝑐2 ∙ 𝑙2 ∙ 𝑙2 + 𝑐1 ∙ 𝑙1 ∙ 𝑙1
𝐼𝑧𝑣𝑥

, 𝑏1 = −
𝑐1 ∙ 𝑙1
𝐼𝑧

  

𝑎3 = −(
𝑐2 − 𝑐1
𝑚𝑣𝑥

) , 𝑎4 = (
𝑐2 ∙ 𝑙2 + 𝑐1 ∙ 𝑙1

𝑚𝑣𝑥
+ 𝑣𝑥) , 𝑏2 = −

𝑐1
𝑚
  

Использование линеаризованной модели позволяет ускорить процесс 

обучения нейронной сети. 

Проецирование движения автомобиля из подвижной системы координат, 

связанной с его кузовом, в неподвижную (X0Y), связанную с плоскостью дороги, 

осуществляется с помощью следующих уравнений координатного поворота и 

интегрирования скоростей: 

𝑋 = ∫(𝑣𝑥 ∙ cos∫𝜔𝑧𝑑𝑡 + 𝑣𝑦 ∙ sin ∫𝜔𝑧𝑑𝑡) 𝑑𝑡, 

𝑌 = ∫(𝑣𝑥 ∙ sin∫𝜔𝑧𝑑𝑡 − 𝑣𝑦 ∙ cos ∫𝜔𝑧𝑑𝑡)𝑑𝑡. 

2.2 Модель водителя на основе траекторного регулятора 

Для исследования динамических параметров автомобиля при движении по 

построенным алгоритмом траекториям, а также для реализации компонентов 

целевой функции, регулирующих форму траектории в соответствии с 

поставленными ограничениями, траектория должна быть интерпретирована как 

последовательность воздействий на органы управления динамической модели 

автомобиля. Для установления взаимосвязи между положением объекта 

управления, относительным положением опорной траектории и управляющими 

воздействиями в этой работе была применена модель водителя в виде траекторного 

регулятора типа Pure Pursuit («чистое преследование») [126], параметризованного 
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таким образом, чтобы объект управления точно следовал вдоль опорной 

траектории. 

Pure Pursuit – один из геометрических алгоритмов курсового управления, 

который может использоваться для управления мобильными роботами и 

автоматизированными транспортными средствами. Одной из причин 

популярности этого регулятора является его способность сохранения режима 

слежения или возврата к нему в случаях, когда объект регулирования значительно 

удаляется от опорной траектории. Алгоритм Pure Pursuit рассчитывает значение 

угла поворота среднего переднего колеса, которое переводит объект управления из 

текущего положения в целевую точку на опорной траектории. При регулировании 

данным методом продольная скорость автомобиля принимается постоянной. Для 

расчета значения угла поворота среднего управляемого колеса Pure Pursuit 

использует только геометрические параметры объекта управления и геометрию 

опорной траектории.  В процессе движения объекта управления по траектории 

целевая точка также перемещается. Для реализации алгоритма Pure-pursuit на 

основе т.н. аккермановой модели движения автомобиля (т.е. идеализированной 

модели без учета бокового увода) примем, что положение автомобиля в системе 

отсчета описывается двумя пространственными координатами 𝑥1, 𝑦1 и курсовым 

углом φ, а положение целевой точки – двумя координатами в той же системе 

отсчета 𝑥2, 𝑦2. Целевая точка лежит на опорной траектории на расстоянии 𝑙𝑑 от 

задней оси автомобиля. Тогда необходимый угол поворота среднего колеса для 

выхода на опорную траекторию может быть рассчитан при помощи углового 

отклонения α, которое определяется как угол между продольной осью автомобиля 

и прямой, соединяющей середину задней оси автомобиля и целевую точку. Схема 

для расчета углового отклонения α приведена на рисунке 2.2. 
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Рисунок 2.2 – Расчетная схема для вывода уравнений траекторного 

регулятора Pure Pursuit 

 

Из этой схемы следуют следующие выражения: 

𝑙𝑑
𝑠𝑖𝑛2𝛼

=
𝑅

sin (
𝜋
2
− 𝛼)

, 

𝑙𝑑
2sin (𝛼) · cos (𝛼)

=
𝑅

cos (𝛼)
 , 

𝑙𝑑
sin (𝛼)

= 2𝑅, 

1

R
=
2sin (𝛼)

𝑙𝑑
. 

Задав параметр 𝑙𝑑 (радиус окружности поиска целевой точки), можно 

вычислить значение угла поворота среднего колеса 𝛿𝑘 на основании аккермановой 

кинематики: [127]: 

𝛿𝑘 = arctg (𝑃
2𝐿sin (𝛼)

𝑙𝑑
), 

где параметр Р является настраиваемым коэффициентом усиления регулятора. 
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2.3 Получение экспериментальных данных для валидации 

математических моделей 

Оценка адекватности разработанной математической модели движения 

автомобиля производилась при помощи экспериментальных данных, полученных 

в результате дорожных испытаний переднеприводного легкового автомобиля 

«Лада Веста» (рисунок 2.3). Испытания представляли собой траекторные маневры 

автомобиля, выполняемые на горизонтальной асфальтовой площадке.  

В процессе испытаний выполнялось измерение пространственных координат 

автомобиля, его курсового угла и проекций линейной скорости. Для этого 

использовалась спутниковая навигационная система (СНС) с поддержкой режима 

RTK (real-time kinematic – кинематика реального времени), позволяющего измерять 

координаты и курсовой угол с высокой точностью. Также измерялись проекции 

вектора ускорения (продольная и боковая) и скорость рыскания автомобиля. 

Средством их измерения служил бесплатформенный инерциальный модуль, 

установленный в непосредственной близости от центра масс автомобиля. Угол 

поворота рулевого колеса измерялся штатным бортовым датчиком автомобиля и 

считывался из его информационной шины CAN. 

 

Рисунок 2.3 – Фрагмент дорожных испытаний автомобиля 

 

Характеристики автомобиля, необходимые для параметризации 

математической модели, были получены путем лабораторных измерений, а также 

на основании информации производителя. Их значения представлены в таблице 

2.1. 
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Таблица 2.1 – Характеристики автомобиля 

Параметр Значение 

Расстояние от центра масс до передней оси, 𝑙1 1,14 м 

Расстояние от центра масс до задней оси, 𝑙2 1,495 м 

Колесная база, 𝑙 2,635 м 

Колея передних колес, 𝑏1 1,51 м 

Колея задних колес, 𝑏2 1,51 м 

Испытательная масса, 𝑚 1559 кг 

Статическая нормальная нагрузка на переднее правое 

колесо, 𝑅𝑧п1 

4249 Н 

Статическая нормальная нагрузка на переднее левое 

колесо, 𝑅𝑧п2 

4249 Н 

Статическая нормальная нагрузка на заднее правое 

колесо, 𝑅𝑧п3 

3395 Н 

Статическая нормальная нагрузка на заднее левое колесо, 

𝑅𝑧п4 

3395 Н 

Момент инерции относительно вертикальной оси, 𝛪𝑧 2900 кг·м2 

Коэффициенты сопротивления уводу, 𝑐1, 𝑐2 120000 Н/рад 

 

На рисунке 2.4 приведен внешний вид инерциального модуля и приемника 

спутниковой навигационной системы, использованных для получения 

контрольных измерений. Основные характеристики измерительного оборудования 

представлены в таблице 2.2. 

 

а)      б) 

Рисунок 2.4 – Измерительные устройства (а) инерциальный модуль  

(б) приемник спутниковой навигационной системы 
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Таблица 2.2 – Параметры измерительных систем, установленных в автомобиле 

Система  Параметр  Значение  

Спутниковая 

навигационная система 

 

Типы принимаемых 

сигналов  

GPS:  L1 C/A, L2E, 

L2C, L5  

GLONASS:  L1 C/A, 

L1 P, L2 C/A 

(GLONASS M), L2 

P SBAS:  L1 C/A, 

L5  

Galileo:  L1 BOC, 

E5A, E5B, 

E5AltBOC  

– BeiDou: B1, B2  

– QZSS: L1 C/A, L1 

SAIF, L2C, L5  

Частота 

обновления данных:  

10 Гц  

Погрешность измерения 

координат   

RTK: 8 мм.  

SBAS 0.5 м.  

Погрешность измерения 

курсового угла:  

<0,09 ˚при базе не 

менее 2 м.  

Погрешность измерения 

вектора скорости (RTK):  

0.01 м/с 

Инер-

циальный 

модуль 

Датчик угловой 

скорости  

Частота 

обновления данных  

100 Гц  

Нестабильность нулевого 

сигнала гироскопа (rms): 

12 ˚/ч  

Стабильность нуля от 

включения к включению  

8 ˚/ч  

Акселерометры 

Нестабильность нулевого 

сигнала акселерометра 

(rms): 

0,0148 м/с2 

шум акселерометра (rms)  0,02000 mg 

Частота 

обновления данных  

100 Гц  

Одометрические датчики 

угловой скорости колес 

Количество импульсов на 

оборот колеса:  

48  

Частота 

обновления данных  

100 Гц  
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Для записи экспериментальных данных использовался портативный 

компьютер с установленной программной средой MATLAB/Simulink. При 

проведении экспериментальных заездов сигналы инерциального модуля, СНС и 

шины CAN автомобиля регистрировались системой Simulink и сохранялись для 

дальнейшей обработки и анализа. Взаимодействие вычислителя с инерциальным 

модулем и СНС осуществлялась посредством программ, реализованных на языке 

программирования Python. Передача данных между программными модулями 

Python и Simulink была реализована при помощи протоколов TCP/IP. 

На рисунках 2.5, 2.6 показано размещение СНС в багажном отделении 

автомобиля и портативный компьютер (1), подключенный к исполнительным и 

измерительным устройствам системы с помощью интерфейса «CAN-USB» (2). 

 

Рисунок 2.5 – Приемник СНС, установленный в багажном отделении автомобиля 

 

 

Рисунок 2.6 – Портативный компьютер с подключенными к нему периферийными 

устройствами 
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2.4 Исследование адекватности моделей 

Для проведения исследования по оценке адекватности математической 

модели и выбранного курсового регулятора использовались три различные записи 

испытаний с выполнением траекторных маневров сложной конфигурации. В 

дальнейшем эти маневры будут условно называться «Восьмерки», «Петля» и 

«Змейка». Траектории этих маневров приведены на рисунке 2.7. Средняя скорость 

автомобиля при выполнении маневров составила 20 км/ч. 

 

Рисунок 2.7 – Использованные в исследовании маневры «Восьмерки», 

«Петля» и «Змейка». 

 

Траектории маневров (траектории движения центра масс автомобиля) 

представлены в неподвижной системе координат 𝐸𝑁𝑈 (East-North-Up, Восток-

Север-Верх), начало которой совпадает с положением центра масс автомобиля в 

момент начала движения, ось N направлена на север, ось E – на восток, а ось U – 

по нормали к опорной поверхности. 

 Оценка адекватности математического моделирования проводилась двумя 

способами. Первый предполагал использование угла поворота рулевого колеса 𝜃р.к. 

и продольной скорости автомобиля 𝑣𝑥, записанных в ходе испытания, в качестве 

входных сигналов модели. Основными выходными переменными модели, с 

помощью которых оценивалась ее адекватность, являлись угловая скорость 

автомобиля относительно вертикальной 𝜔𝑧 (скорость рыскания) и боковое 

ускорение в центре масс 𝑎𝑦  Их расчетные значения сравнивались с измерениями, 

выполненными с помощью инерциального модуля. На рисунках 2.8 – 2.10 
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приведены графики со сравнением перечисленных расчетных и 

экспериментальных параметров в трех упомянутых маневрах.  

Для количественной оценки точности математической модели 

рассчитывались среднеквадратические ошибки по скорости рыскания (СКО 𝜔𝑧) и 

по боковому ускорению центра масс автомобиля (СКО 𝑎𝑦). Результаты сравнения 

параметров математической модели и экспериментальных данных представлены в 

таблице 2.3. 

Второй способ проверки модели подразумевал использование модели 

движения автомобиля совместно с траекторным регулятором Pure Pursuit с двумя 

наборами его параметров: 𝑙𝑑=1.5, P=1 и 𝑙𝑑=3, P=2. В качестве опорной 

использовалась траектория, записанная СНС в процессе дорожных испытаний. 

Входным сигналами в этом исследовании были измеренная в ходе испытания 

продольная скорость автомобиля 𝑣𝑥 и угол поворота рулевого колеса 𝜃р.к., который 

рассчитывался при помощи траекторного регулятора. На рисунках 2.11 – 2.16 

приведены графики со сравнением расчетных и экспериментальных параметров. 

Для количественной оценки точности отслеживания траектории регулятором 

в этом исследовании выбраны следующие параметры: среднее отклонение центра 

масс от траектории (∆сред.) и максимальное отклонение центра масс от траектории 

(∆макс.). Результаты сравнения параметров представлены в таблице 2.4.
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Рисунок 2.8 – Сравнение результатов моделирования с экспериментальными данными для маневра «Восьмерки»: боковое 

ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧, 
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Рисунок 2.9 – Сравнение результатов моделирования с экспериментальными данными для маневра «Петля»: боковое 

ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧, 
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Рисунок 2.10 – Сравнение результатов моделирования с экспериментальными данными для маневра «Змейка»: боковое 

ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧. 
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Рисунок 2.11 – Сравнение результатов моделирования с применением траекторного регулятора с коэффициентами 𝑙𝑑=1.5, 

P=1.0  с экспериментальными данными для маневра «Восьмерки». Слева: траектория движения центра масс автомобиля в 

системе координат 𝐸𝑁𝑈 и опорная траектория полученная в результате эксперимента; Справа сверху вниз: угол поворота 

рулевого колеса 𝜃р.к., боковое ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧.  
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Рисунок 2.12 – Сравнение результатов моделирования с применением траекторного регулятора с коэффициентами 𝑙𝑑=3.0, P=2.0  

с экспериментальными данными для маневра «Восьмерки». Слева: траектория движения центра масс автомобиля в системе 

координат 𝐸𝑁𝑈 и опорная траектория полученная в результате эксперимента; Справа сверху вниз: угол поворота рулевого 

колеса 𝜃р.к., боковое ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧. 
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Рисунок 2.13 – Сравнение результатов моделирования с применением траекторного регулятора с коэффициентами 𝑙𝑑=1.5, 

P=1.0  с экспериментальными данными для маневра «Петля». Слева: траектория движения центра масс автомобиля в 

системе координат 𝐸𝑁𝑈 и опорная траектория полученная в результате эксперимента; Справа сверху вниз: угол поворота 

рулевого колеса 𝜃р.к., боковое ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧.  
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Рисунок 2.14 – Сравнение результатов моделирования с применением траекторного регулятора с коэффициентами 𝑙𝑑=3.0, P=2.0  

с экспериментальными данными для маневра «Петля». Слева: траектория движения центра масс автомобиля в системе 

координат 𝐸𝑁𝑈 и опорная траектория полученная в результате эксперимента; Справа сверху вниз: угол поворота рулевого 

колеса 𝜃р.к., боковое ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧. 
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Рисунок 2.15 – Сравнение результатов моделирования с применением траекторного регулятора с коэффициентами 𝑙𝑑=1.5, 

P=1.0  с экспериментальными данными для маневра «Змейка». Слева: траектория движения центра масс автомобиля в 

системе координат 𝐸𝑁𝑈 и опорная траектория полученная в результате эксперимента; Справа сверху вниз: угол поворота 

рулевого колеса 𝜃р.к., боковое ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧.  
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Рисунок 2.16 – Сравнение результатов моделирования с применением траекторного регулятора с коэффициентами 𝑙𝑑=3.0, P=2.0  

с экспериментальными данными для маневра «Змейка». Слева: траектория движения центра масс автомобиля в системе 

координат 𝐸𝑁𝑈 и опорная траектория полученная в результате эксперимента; Справа сверху вниз: угол поворота рулевого 

колеса 𝜃р.к., боковое ускорение центра масс автомобиля 𝑎𝑦, скорость рыскания 𝜔𝑧,.
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Таблица 2.3 – Количественная оценка точности математической модели движения 

автомобиля 

 СКО 𝜔𝑧, % СКО 𝑎𝑦, % 

Маневр «Восьмерки» 2,58 13,31 

Маневр «Петля» 4,97 26,45 

Маневр «Змейка» 4,56 18,83 

 

Таблица 2.4 – Количественная оценка точности отслеживания траектории моделью 

движения автомобиля с траекторным регулятором 

 ∆сред.,м ∆макс.,м 

Параметры регулятора: 𝑙𝑑=1.5, P=1 

Маневр «Восьмерки» 0,072 0,121 

Маневр «Петля» 0,028 0,069 

Маневр «Змейка» 0,07 0,082 

Общая оценка 0,06 0,091 

Параметры регулятора: 𝑙𝑑=3.0, P=2 

Маневр «Восьмерки» 0,212 0,362 

Маневр «Петля» 0,057 0,157 

Маневр «Змейка» 0,185 0,493 

 

 2.5 Выводы 

Для того, чтобы функция обучения алгоритма планирования траектории 

движения автомобиля учитывала его динамические свойства и его характеристики 

как объекта управления, для нее были разработаны математическая модель 

динамики автомобиля и модель водителя в виде траекторного регулятора Pure 

Pursuit. Оценка адекватности и точности моделей была выполнена с помощью 

экспериментальных данных, полученных в результате дорожных испытаний 
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автомобиля с измерением параметров движения, используемых в качестве входных 

и выходных (контрольных) переменных моделей. 

Полученные в результате сравнения вычислительных и физических 

экспериментов величины погрешностей расчета основных параметров движения 

автомобиля в среднем составили: СКО 𝜔𝑧 ≈ 4%, СКО 𝑎𝑦  ≈ 19,5%, ∆сред.≈ 

0,06…0.15 м, ∆макс.≈ 0.09…0.38 м, что позволило сделать вывод о приемлемой 

адекватности и точности разработанных моделей и возможности их применения в 

задачах разработки и обучения алгоритма построения траектории. Исследование 

модели движения автомобиля совместно с траекторным регулятором показало, что 

применение для отслеживания траектории регулятора с коэффициентами 𝑙𝑑=3.0, 

P=2.0 позволяет получить наименьшие погрешности расчета параметров движения,  

что делает использование этих значений коэффициентов предпочтительным для 

обучения нейросетевого алгоритма построения траектории. 
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ГЛАВА 3. АЛГОРИТМ ТЕХНИЧЕСКОГО ЗРЕНИЯ ДЛЯ 

ИДЕНТИФИКАЦИИ УЧАТНИКОВ ДОРОЖНОГО ДВИЖЕНИЯ И ИХ 

ПАРАМЕТРОВ 

Одним из возможных способов синтеза нейросетевых алгоритмов, 

способных решать разнородные задачи, является создание и обучение 

многозадачных нейронных сетей (англ. multitask learning, MTL) [128]. 

Использование MTL предполагает, что общая задача формируется из подзадач, 

которые связаны между собой. Это позволяет «обобществлять» обучающие 

данные, предназначенные для отдельных подзадач, используя их для того, чтобы 

обучить сеть решать всю совокупность этих подзадач (то есть полную задачу) 

одновременно. Обучение на взаимосвязанных данных также может привести к 

повышению точности идентификации по сравнению с вариантом, когда каждая 

подзадача решается отдельным алгоритмом, обученным на отдельном наборе 

данных, соответствующем данной подзадаче. 

Подход, предлагаемый в настоящей работе, идейно подобен MTL: он 

расширяет функциональность нейросетевого алгоритма путем добавления в 

процесс обучения новых задач без усложнения архитектуры сети, что в основном 

достигается за счет ее репрезентативной емкости (англ. representational capacity 

[129]). Рассматривая задачу обнаружения как 𝐺ℎ ∙  𝐺𝑤 ∙ 𝐵  наборов задач 

классификации и регрессии параметров объекта на изображении, мы можем 

выдвинуть предположение о возможности добавления дополнительных задач 

регрессии различных параметров объекта, дополнительно к идентификации 

параметров 𝑥, 𝑦, 𝑤, ℎ, которые идентифицируются в традиционной постановке 

задачи обнаружения объектов. Структурная схема вывода алгоритма 

распознавания с дополнительными идентифицируемыми параметрами объектов 

приведена на рисунке 3.1. 
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Рисунок 3.1 – Структура расширенного выхода сети анализа внешних объектов 

 

3.1 Архитектура нейронной сети 

Архитектура нейронной сети, предлагаемая для идентификации объектов 

окружающего пространства и их параметров, представляет собой одноступенчатую 

сеть-детектор, в качестве основы использующую сеть YOLOv2 [130], а также 

концепцию skip-соединений (skip-connections) для сохранения низкоуровневых 

признаков между слоями сети [131]. Применение такого подхода позволяет 

достичь высокого быстродействия и качества работы алгоритма и производить 

масштабирование архитектуры в соответствии с масштабом входного 

изображения, количеством и типом идентифицируемых параметров обнаруженных 

объектов и другими факторами. Структурная схема предлагаемой архитектуры 

нейронной сети представлена на рисунке 3.2. 

Входные данные сети представляют собой трехканальное изображение 

разрешением 672 x 224, [132]. которое представлено в виде трехмерной матрицы 

размерностью 672 x 224 x 3, нормализованной в диапазоне [0,1]. Выходом сети 

является матрица формата 21 x 7 x 8 x 15. Выход сети условно разбивает 

изображение на 64 ячейки и присваивает каждой ячейке 8 якорных рамок, для 

каждой из которых производит предсказание значений достоверности 

существования объекта, его принадлежности к классу, положения центра 

ограничивающей рамки объекта и её параметров – высоты и ширины. Программная 

реализация алгоритма идентификации участников дорожного движения и их 

параметров приведена в приложении А. 
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Рисунок 3.2 – Схема архитектуры нейронной сети для анализа внешних объектов 

 

Сверточные слои применяют операцию свертки ко входным данным и 

передают результат следующему слою. Каждый сверточный нейрон обрабатывает 

данные только для своего рецептивного поля. Хотя полносвязные слои также могут 

использоваться для анализа, их применение обычно непрактично для входных 

данных большого объема, таких как изображения. Применение полносвязных 

слоев требует большого количества нейронов из-за большого входного размера 

изображений, каждый пиксель которых является входным элементом. Применение 

сверточных слоев уменьшает количество обучаемых параметров сети, позволяя 

строить более глубокие архитектуры. [133] 

Для входных данных I операция свертки определяется как: 
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𝑆(𝑖, 𝑗) = (𝐼 ∗ 𝐾)(𝑖, 𝑗) =∑∑𝐼(𝑚, 𝑛)𝐾(𝑖 − 𝑚, 𝑗 − 𝑛)

𝑛𝑚

 

где 𝑆 – матрица на выходе сверточного слоя, 𝐼– матрица на входе сверточного слоя, 

K – ядро свертки, 𝑖, 𝑗–  координаты ячейки матрицы, 𝑚,𝑛 – координаты значения в 

ядре свертки. 

Операция свертки коммутативна: 

𝑆(𝑖, 𝑗) = (𝐼 ∗ 𝐾)(𝑖, 𝑗) = (𝐾 ∗ 𝐼)(𝑖, 𝑗) =∑∑𝐼(𝑖 − 𝑚, 𝑗 − 𝑛)𝐾(𝑚, 𝑛)

𝑛𝑚

 

В библиотеках машинного обучения эта формула применяется в виде: 

𝑆(𝑖, 𝑗) = (𝐼 ∗ 𝐾)(𝑖, 𝑗) = (𝐾 ∗ 𝐼)(𝑖, 𝑗) =∑∑𝐼(𝑖 + 𝑚, 𝑗 + 𝑛)𝐾(𝑚, 𝑛)

𝑛𝑚

 

Функции активации Leaky ReLU или «ReLU с утечкой» является 

модифицированной версией функции ReLU [134] и имеет следующий вид:  

𝐿𝑅𝑒𝐿𝑈(𝑥) = {
α ∙ 𝑥 при 𝑥 < 0
𝑥 𝑥 ≥ 0

 

где x – входная переменная, α – коэффициент со значением порядка 0.01. 

Операция подвыборки максимального значения (англ. max pooling) 

уменьшает размер входных данных по его пространственным размерам (высоте и 

ширине), принимая максимальное значение в окне ввода, размер которого 

определяется параметром s для каждого входного канала: 

𝑀𝑃(𝑖, 𝑗) = 𝑚𝑎𝑥𝑚=0…𝑠,𝑛=0…𝑠𝐼(𝑖 + 𝑛)(𝑗 + 𝑛). 

Нормализация по мини-пакету [135] (англ. batch normalization, BN-

преобразование) – это дифференцируемое преобразование, которое вводит в сеть 

нормализованные активации. Применение BN-преобразования гарантирует 

обучение слоев нейронной сети на входных данных, которые демонстрируют 

меньший внутренний ковариационный сдвиг, что, как показывают исследования 

[136], ускоряет сходимость процесса обучения. 

Для мини-пакета 𝛣 размером 𝑚 нормализация по мини-пакету применяется 

для каждого слоя нормализуемой функции по-отдельности. Тогда для одного слоя 

функции имеем 𝛣 значений: 
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𝐵 = {𝑥1…𝑚}. 

Значения 𝑦𝑖  на выходе слоя нормализации по мини-пакету рассчитываются с 

помощью следующих выражений: 

𝜇𝛣 =
1

𝑚
∑𝑥𝑖

𝑚

𝑖=0

 

𝜎𝐵
2 =

1

𝑚
∑(𝑥𝑖 − 𝜇𝛣)

2

𝑚

𝑖=0

 

𝑥𝑖 =
𝑥𝑖 − 𝜇𝛣

√𝜎𝐵
2 + 𝜀

 

𝑦𝑖 = 𝐵𝑁𝛾,𝛽(𝑥𝑖) ≡ 𝛾𝑥𝑖 + 𝛽 

где 𝑚 – количество экземпляров в мини-пакете, 𝜇𝛣 – среднее значение по мини-

пакету, 𝜎𝐵
2– дисперсия значений по мини-пакету, 𝜀–сглаживающее значение. 

Таким образом, выражение для одного блока  «conv_norm_leaky_pool» имеет 

вид: 

𝑦 = 𝑀𝑃 (𝐿𝑅𝑒𝐿𝑈 (𝐵𝑁𝛾,𝛽(𝑆(𝑥)))). 

 3.2 Расчет количества якорных рамок 

При работе алгоритмов детектирования объектов интереса применяется 

несколько способов расчета ограничивающих рамок. Первый – это прямое 

предсказывание значений параметров якорных рамок. Недостатком этого 

алгоритма является то, что он обеспечивает хорошую точность оценки параметров 

только для рамок больших размеров. Кроме того, процесс обучения нестабилен, 

поскольку диапазон значений для оценки может значительно варьироваться.  

Альтернативный подход заключается в использовании заранее заданных 

шаблонов ограничивающих рамок, которые называются якорными рамками (англ. 

anchor boxes). К якорным рамкам применяются корректирующие коэффициенты, 

для того чтобы обеспечить их соответствие размерам действительного 

ограничивающего прямоугольника, охватывающего объект. В некоторых работах 

корректирующие коэффициенты задаются относительно якорных рамок, 

подобранных вручную [47]. Также существуют работы, использующие для расчета 
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якорных рамок различные математические методы, например, метод k-средних 

[130] с применением коэффициента IoU (см. раздел 4.5) в качестве метрики 

расстояния. Кластеризация выполняется при условии, что все ограничивающие 

рамки расположены в одной точке, то есть кластеризация идет только по ширине и 

высоте ограничивающей рамки.  

На рисунке 3.3 показано распределение объектов в наборе данных KITTI (см. 

раздел 3.4) по четырем классам, использованным при обучении алгоритма 

идентификации объектов – «Van» (микроавтобус/фургон), «Truck» (грузовой 

автомобиль), «Car» (легковой автомобиль), «Person» (человек), а на рисунке 3.4 

показаны нормализованные значения всех якорных рамок, аннотированных в 

наборе данных. 

 

Рисунок 3.3 – Количество аннотированых объектов в наборе данных KITTI 

 

Рисунок 3.4 – Нормализованные параметры ограничивающих рамок объектов в 

наборе данных KITTI 
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Выраженные области повышенной плотности распределения, образующие 

линейные «уклоны», указывают на то, что большинство ограничивающих рамок в 

обучающей выборке имеют определенные соотношения сторон. Это происходит 

вследствие того, что объекты в обучающей выборке (например, человек) имеют 

фиксированные пропорции. 

Выборка данных была кластеризована алгоритмом к-средних для значений 

количества кластеров 1 – 13; результаты кластеризации приведены на рисунке 3.5.  

 

Рисунок 3.5 – Результаты кластеризации набора данных для значений количества 

кластеров 3, 6, 9, 12 
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Зависимость среднего значения коэффициента IoU от количества кластеров 

приведена на рисунке 3.6. Количество якорных рамок 8 было принято по методу 

локтя – как дающее высокое значение IoU и при этом сохраняющее приемлемое 

время работы. 

 

Рисунок 3.6 – Зависимость среднего коэффициента IoU по обучающей выборке от 

количества кластеров 

 

Использование метода k-средних для создания набора якорных рамок 

позволяет получить лучшее априорное знание об объектах в обучающей выборке и 

работать с лучшей репрезентацией данных, что упрощает изучение задачи моделью 

[44]. 

 

 3.3 Функция обучения нейронной сети 

Целевая функция, используемая при обучении нейросетевого алгоритма, 

должна отражать критерии, определяющие работоспособность алгоритма, его 

эффективность и качество работы. Для нейронной сети, описанной в разделе 3.1, 

была сформирована оригинальная функция обучения, включающая две группы 

аддитивных критериев. Первая определяет свойства сети, относящиеся к задаче 

идентификации объектов в плоскости изображения и их классификации, а вторая 
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воздействует на свойства, определяющие оценку алгоритмом параметров 

распознанных объектов. 

Для формирования первой группы критериев используется показанная на 

рисунке 3.7 аннотация к изображениям, получаемым от камеры технического 

зрения. Аннотация содержит класс объекта c и параметры рамки, ограничивающей 

объект на изображении: 𝑥, 𝑦 – координаты геометрического центра рамки, 𝑤, ℎ – 

ширина и высота соответственно. Эти параметры определяют три основных 

компонента первой группы критериев целевой функции: компонент 𝐿𝑖,𝑗
𝑥𝑦𝑤ℎ

, 

являющийся функцией положения 𝑥𝑖,𝑗, 𝑦̂𝑖,𝑗 и значений параметров 

ограничивающей рамки 𝑤̂𝑖,𝑗, ℎ̂𝑖,𝑗; компонент 𝐿𝑖,𝑗
𝑝

, являющийся функцией  

вероятности наличия объекта/объектов на изображении 𝐶̂𝑖,𝑗; компонент 𝐿𝑖,𝑗
𝑐 , 

являющийся функцией типа объекта 𝑝𝑖,𝑗
𝑐  .  

 

Рисунок 3.7 – Ограничивающая рамка объекта на изображении 

 

Перечисленные компоненты представляют собой выражения, описываемые 

формулами (3.1-3.3). 

𝐿𝑖,𝑗
𝑥𝑦𝑤ℎ

=
𝜆коорд

𝑁𝐿об

∗ ∑ ∑𝐼𝑖,𝑗
об

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

((𝑥𝑖,𝑗 − 𝑥𝑖,𝑗)
2
+ (𝑦𝑖,𝑗 − 𝑦̂𝑖,𝑗)

2
+ (√𝑤𝑖,𝑗 − √𝑤̂𝑖,𝑗)

2

+ (√ℎ𝑖,𝑗 −√ℎ̂𝑖,𝑗)
2

)   (3.1), 
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где 𝑥𝑖,𝑗 , 𝑦𝑖,𝑗 – сдвиг положения центральной точки рамки объекта относительно 

центра ячейки по осям x и y; 𝑤𝑖,𝑗, ℎ𝑖,𝑗 – Высота и ширина ограничивающей рамки 

как масштабный коэффициент относительно значения j-й якорной рамки i-й 

ячейки; 𝑥𝑖,𝑗, 𝑦̂𝑖,𝑗, 𝑤̂𝑖,𝑗, ℎ̂𝑖,𝑗 – соответствующие значения, предсказанные сетью; 𝜆коорд 

– весовой коэффициент; 𝐺ℎ , – количество строк в выходном слое сети, 𝐺𝑤 – 

количество столбцов в выходном слое сети, 𝐵– количество якорных рамок в 

конфигурации сети. 𝑁𝐿об– нормирующий коэффициент по количеству объектов в 

обучающем экземпляре, определяемый следующим образом: 

𝑁𝐿об = ∑ ∑𝐼𝑖,𝑗
об

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

, 

где 𝐼𝑖,𝑗
об – индикаторная функция, определяющая существование какого-либо 

объекта в j-й рамке i-й ячейки сетки обучающего экземпляра и задаваемая 

следующими условиями: 

𝐼𝑖,𝑗
об = {

1, если 𝐶𝑖,𝑗 = 1

иначе 0
 

где 𝐶𝑖,𝑗 – оценка достоверности существования объекта (англ. confidence score). 

𝐿𝑖,𝑗
𝑝
= −

𝜆класс
𝑁дост

· ∑ ∑𝐼𝑖,𝑗
об ·

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

∑ 𝑝𝑖,𝑗
𝑐

𝑐 𝜖 класс

log (𝑝̂𝑖,𝑗
𝑐 )   (3.2), 

где 𝑝𝑖,𝑗
𝑐 – вероятность принадлежности объекта к классу объектов c в экземпляре 

обучающей выборки (составляет 1 для действительного значения класса объекта и 

0 для остальных классов); 𝑝̂𝑖,𝑗
𝑐  – предсказанное значение вероятности 

принадлежности объекта к классу объектов c; 𝜆класс – весовой коэффициент; 𝑁дост 

– нормирующий коэффициент, определяющийся с помощью следующего 

выражения: 

𝑁дост = ∑ ∑(𝐼𝑖,𝑗
об + 𝐼𝑖,𝑗

от.об.(1 − 𝐼𝑖,𝑗
от.об.)),

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

 

где 𝐼𝑖,𝑗
от.об. – индикаторная функция, определяющая отсутствие какого-либо объекта 

в j-й рамке i-й ячейки сетки: 
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𝐼𝑖,𝑗
от.об. = {

1, еслиmax 𝐼𝑂𝑈оценка.𝑖,𝑗
истина𝑖,𝑗 < 0.6 и 𝐶𝑖,𝑗 = 0

иначе 0
 , 

где 𝐼𝑂𝑈оценка.𝑖,𝑗
истина.𝑖,𝑗

 – коэффициент Жаккара (см. пояснения в разделе 4.5). 

𝐿𝑖,𝑗
𝑐 =

1

𝑁дост
(𝜆об ∗ ∑ ∑𝐼𝑖,𝑗

об ·

𝐵

𝑗=0

(𝐼𝑂𝑈оценка.𝑖,𝑗
истина.𝑖,𝑗 − 𝐶̂𝑖,𝑗)

2
𝐺ℎ·𝐺𝑤

𝑖=0

+ 𝜆от.об.

∗ ∑ ∑𝐼𝑖,𝑗
от.об. ·

𝐵

𝑗=0

(0 − 𝐶̂𝑖,𝑗)
2

𝐺ℎ·𝐺𝑤

𝑖=0

)    (3.3). 

где 𝜆об, 𝜆от.об. –  весовые коэффициенты. 

Для формирования критериев второй группы используется схема, 

представленная на рисунке 3.8. Она поясняет принцип расчета ошибок оценки 

положения ключевых точек и угловой ориентации объекта интереса. Используемая 

система координат параллельна плоскости дороги, ее начало находится в точке 

установки камеры технического зрения, а оси z и x ориентированы соответственно 

вдоль и поперек автомобиля, оснащенного системой зрения (ego-vehicle). Курсовой 

угол объекта 𝜃 отсчитывается от оси z. Объект охвачен прямоугольной рамкой 

длиной 𝑙об и шириной 𝑤об . Рамка задается ключевыми точками: геометрическим 

центром с координатами 𝑥об , 𝑧об  и вершинами прямоугольника  𝑝1- 𝑝4. Знаком «^» 

на схеме отмечены оценки параметров объекта. Параметры, не имеющие этого 

знака, являются фактическими. 

Координаты ключевых точек объекта рассчитываются с помощью 

следующих геометрических соотношений: 

𝑧𝑖,𝑗,𝑘
об = 𝑧𝑖,𝑗

об ±
𝑙𝑖,𝑗
об

2
· 𝑐𝑜𝑠𝜃𝑖,𝑗 ±

𝑤𝑖,𝑗
об

2
· 𝑠𝑖𝑛𝜃𝑖,𝑗 , 

𝑥𝑖,𝑗,𝑘
об = 𝑥𝑖,𝑗

об ±
𝑙𝑖,𝑗
об

2
· 𝑠𝑖𝑛𝜃𝑖,𝑗 ±

𝑤𝑖,𝑗
об

2
· 𝑐𝑜𝑠𝜃𝑖,𝑗 . 

В уравнении расчета координаты 𝑧𝑝 первое слагаемое берется со знаком «+» 

для точек k =1, 2 и со знаком «−» для k = 3,4; в уравнении для 𝑥𝑝 первое слагаемое 

берется со знаком «+» для k = 2, 3 и со знаком «−»  для k = 1,4. 
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Рисунок 3.8 – Схема определения ошибок оценки ориентации объекта в плоскости 

дороги 

 

Рассчитанные координаты и курсовой угол объекта 𝜃 используются в 

качестве аргументов во второй группе компонентов целевой функции. Она 

включает компонент 𝐿𝑖,𝑗
точки, зависящий от точности оценки положения ключевых 

точек объекта в пространстве, и компонент 𝐿𝑖,𝑗
угол

,  определяемый точностью оценки 

угловой ориентации объекта: 

𝐿𝑖,𝑗
точки =

𝜆об
4 · 𝑁𝐿об

∗ ∑ ∑∑𝐼𝑖,𝑗
об ∙ 𝑊𝑖,𝑗

расст
((𝑧𝑖,𝑗,𝑘

об − 𝑧̂𝑖,𝑗,𝑘
об )

2
+ (𝑥𝑖,𝑗,𝑘

об − 𝑥𝑖,𝑗,𝑘
об )

2
)

4

𝑘=1

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

, 

𝐿𝑖,𝑗
угол

=
𝜆угол

𝑁𝐿об
∗ ∑ ∑𝐼𝑖,𝑗

об ∙ 𝑊𝑖,𝑗
расст

𝐵

𝑗=0

𝐺ℎ·𝐺𝑤

𝑖=0

((𝑠𝑖𝑛𝜃𝑖,𝑗 − 𝑠𝑖𝑛𝜃𝑖,𝑗)
2
+ (𝑐𝑜𝑠𝜃𝑖,𝑗 − 𝑐𝑜𝑠𝜃𝑖,𝑗)

2
), 

где 𝜆угол, – весовой коэффициент. 𝑊𝑖,𝑗
расст

 является весовой функцией, которая 

рассчитывается с помощью следующих условий: 
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𝑊𝑖,𝑗
расст

=

{
 

 
1, если 𝑧 < 𝑧1

(𝑘𝑚𝑖𝑛 − 1)

(𝑧2 − 𝑧1)
+ 1, если 𝑧2 > 𝑧 > 𝑧1

𝑘𝑚𝑖𝑛, если 𝑧 > 𝑧2

 

где 𝑧1, 𝑧2 задают диапазон удаленности объекта, на протяжении которого убывает 

его влияние на целевую функцию; 𝑘𝑚𝑖𝑛 – минимальное значение весовой функции. 

Весовая функция 𝑊𝑖,𝑗
об, вводится для повышения приоритета объектов, 

расположенных в пределах расстояния 𝑧1, и устранения нестабильности при 

обучении, вызванной тем, что отдаленные объекты описываются малым 

количеством входных данных в связи с дискретным характером изображения. На 

рисунке 3.9 приведен пример изображения объекта, находящегося на расстоянии 

60 м от точки обзора. При таком удалении объект описывается примерно одной 

сотней пикселей, что недостаточно для высокоточного определения его 

параметров. В этой связи его приоритет в целевой функции пространственного 

положения будет снижен с помощью веса 𝑊𝑖,𝑗
об. 

 

Рисунок 3.9 – Пример изображения отдаленного объекта 

 

3.4 Обучающая выборка и параметры оценки качества обучения 

нейронной сети 

Разработанный алгоритм идентификации участников дорожного движения и 

процесс его обучения были реализованы на языке программирования Python3 с 

применением библиотек OpenCV и TensorFlow. Обучение и тестирование сети 

проводилось на персональном компьютере с графическим процессором NVidia 

1050, с помощью которого выполнялись параллельные вычисления. 

В качестве обучающей выборки использовался набор данных «KITTI» [137], 

предназначенный для обучения алгоритмов обнаружения объектов средствами 
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технического зрения. Набор содержит изображения, собранные на дорогах общего 

пользования при помощи автоматизированного транспортного средства, 

оснащенного оборудованием для видеосъемки. Объекты на изображениях 

выделены вручную с помощью ограничивающих рамок. При использовании этого 

набора данных для обучения разработанной нейронной сети изображения были 

разделены на обучающую и тестовую подвыборки в отношении 9:1.  

Для численной оценки качества работы алгоритмов технического зрения 

применяются функции, называемые метриками. Они рассчитываются по 

результатам обучения, в том числе промежуточным. Метрики специфичны для 

решаемой задачи и выбираются в зависимости от того, какие свойства алгоритма 

необходимо оценить. 

В задачах обнаружения объектов в качестве метрики обычно используется 

параметр mAP (англ. Mean Average Precision), который представляет собой среднее 

арифметическое величин средней точности идентификации для каждого из 

известных алгоритму классов объектов – AP (англ. Average Precision). Параметр AP 

рассчитывается с помощью значений точности и полноты обнаружения: 

𝐴𝑃 = ∫𝑝(𝑟)𝑑𝑟

1

0

 

где 𝑝(𝑟) — функция точности обнаружения от полноты обнаружения, 𝑟 — полнота 

обнаружения. Поскольку точность и полнота находятся в промежутке [0, 1], то AP 

и mAP также находятся в пределах от 0 до 1. На практике, AP часто рассчитывают 

как дискретную сумму по точкам, равномерно распределенным в диапазоне 

полноты [0,1]. При таком расчете выражение для средней точности принимает вид: 

 𝐴𝑃|𝑅 =
1

|𝑅|
∑𝑃интерп(𝑟)

𝑟∊𝑅

 

где R – количество точек, 𝑃интерп(𝑟) – интерполированое значение точности, взятое 

таким образом, что суммирование происходит не по фактическим наблюдаемым 

значениям точности, а по максимальным значениям точности при полноте  𝑟′ ≥ 𝑟: 

𝑃интерп(𝑟) = max
𝑟′:𝑟′≥𝑟

𝑃(𝑟′). 
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 Значения точности и полноты обнаружения могут быть рассчитаны с 

помощью количества ложноположительных, ложноотрицательных и истинно 

положительных срабатываний системы идентификации: 

𝑝(𝑟) =
∑𝑇𝑃

∑𝑇𝑃 + ∑𝐹𝑃
, 

𝑟 =
∑𝑇𝑃

∑𝑇𝑃 + ∑𝐹𝑁
 

Для идеальных алгоритмов значения AP и mAP равны единице, а для 

реального алгоритма лежат в пределах [0,1). Это иллюстрируется рисунком 3.10, 

на котором представлены графики «полнота-точность» для идеальной и реальной 

моделей алгоритма-детектора. 

 

            а)                                                                  б) 

Рисунок 3.10 – Графики «полнота-точность» для а) идеальной и б) реальной 

модели алгоритма-детектора 

 

3.5 Исследование алгоритма идентификации участников дорожного 

движения и их параметров 

После обучения алгоритма была проведена его проверка с использованием 

изображений дорожных ситуаций из тестовой подвыборки. На рисунке 3.11 

приведен пример анализа одной из тестовых дорожных ситуаций.  
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Рисунок 3.11 – Пример идентификации дорожной ситуации. а – входное 

изображение с ограничивающими рамками объектов, б – модель дорожной 

ситуации, построенная алгоритмом. 

 

В верхней части рисунка показано входное изображение с ограничивающими 

рамками обнаруженных объектов, а в нижней – модель дорожной ситуации, 

построенная алгоритмом в виде набора прямоугольников, ограничивающих 

габаритные размеры идентифицированных объектов в плоскости дороги и 

снабженных информацией о типах этих объектов и их параметрах. 

Прямоугольники с заливкой соответствуют оценкам алгоритма, а без заливки – 

истинным положениям объектов в соответствии с данными тестовой выборки. 

Прямоугольником бирюзового цвета обозначен автомобиль, с которым связана 

точка наблюдения (камера технического зрения). Зеленый цвет соответствует 
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объектам класса «легковой автомобиль», а красный – классам «грузовой 

автомобиль» и «фургон/микроавтобус». 

В таблице 3.1 приведен перечень обнаруженных на изображении объектов 

(четыре легковых автомобиля, два фургона, один грузовой автомобиль) и их 

параметров, фактических и идентифицированных алгоритмом: ширины w, длины l, 

расстояния до точки обзора z и относительного курсового угла θ. 

 

Таблица 3.1 – Параметры объектов, обнаруженных алгоритмом на изображении 

дорожной ситуации (рисунок 3.11). 

 

Тип объекта 

Параметры объектов 

Истинное значение Оценка алгоритма 

𝑤об, м. 𝑙об, м. 𝑧об, м. θ, o 𝑤̂об, м. 𝑙об, м. 𝑧̂об, м. 𝜃, o 

Легковой автомобиль 

(Car)  

1,66 4,18 26,23 0,05 1,639 4,063 25,933 -1,73 

Фургон (Van) 1,71 4,03 23,58 -1,1 1,702 4,017 23,425 -2,13 

Легковой автомобиль 

(Car) 

1,73 4,19 17,06 0,05 1,617 4,01 18,046 2,34 

Фургон (Van) 2,11 5,48 10,14 -0,53 1,941 5,053 10,758 2,68 

Легковой автомобиль 

(Car) 

1,6 3,83 8,22 0,05 1,541 3,109 7,685 1,59 

Грузовой автомобиль 

(Truck)  

2,45 13,6 7,63 0,05 2,38 12,392 7,891 0,5 

Легковой автомобиль 

(Car) 

1,65 4,04 2,5 0,05 1,68 3,801 2,893 -1,9 

  

Еще один пример идентификации представлен на рисунке 3.12, где помимо 

автомобилей присутствует пешеход. Его фактическое расположение и оценка, 

выполненная алгоритмом, показаны на рисунке 3.12 б) синими прямоугольниками. 

Ошибка оценки расстояния от точки наблюдения до пешехода составила около 1 м, 

или 12.5% от фактического расстояния. 
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Рисунок 3.12 – Пример идентификации дорожной ситуации с присутствием 

пешехода. а – входное изображение с ограничивающими рамками объектов, б – 

фрагмент модели дорожной ситуации, построенной алгоритмом. 

 

По результатам проверки алгоритма на тестовой подвыборке была 

выполнена оценка качества идентификации объектов с помощью описанных выше 

метрик. На рисунке 3.13 представлены графики зависимостей «полнота-точность», 

построенные для четырех упомянутых классов объектов.  

 

Рисунок 3.13 – Характеристики «полнота-точность» разработанного алгоритма 

при обнаружении объектов и определении их классов в тестовой выборке. а – 

легковые автомобили, б – грузовые автомобили, в – микроавтобусы, д – 

пешеходы. 

а) б) 

в) г) 
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 На основании этих зависимостей для каждого класса объектов были 

вычислены значения метрики AP и общее для всех классов значение метрики mAP, 

которые приведены в таблице 3.2. 

 

Таблица 3.2 – Значения метрик AP и mAP разработанного алгоритма при 

обнаружении объектов и определении их классов в тестовой выборке 

Класс объектов AP, % mAP, % 

Легковой автомобиль 82,12 70,33 

Грузовой автомобиль 70,14 

Фургон/микроавтобус 80,86 

Пешеход 48,21 

 

Как видно из графиков и таблицы, разработанный алгоритм обеспечивает 

обнаружение и классификацию транспортных средств со среднее точностью более 

70%. Хотя обнаружение пешеходов демонстрирует значительно меньший 

показатель AP, его качество находится на уровне известных современных 

алгоритмов-детекторов [138]. 

Значение метрики mAP предлагаемого алгоритма было сопоставлено с 

показателями известных сетей-детекторов, обеспечиваемых ими в том же наборе 

данных KITTI [138]. На рисунке 3.14 это сопоставление показано в виде 

гистограммы, ранжирующей алгоритмы в порядке повышения точности 

идентификации. Под каждым столбцом гистограммы указано название 

соответствующего детектора. Показатель mAP разработанного алгоритма выделен 

оранжевым столбцом. Из гистограммы видно, что общий уровень качества 

алгоритма в его текущей реализации (т.е. с ограниченным количеством классов в 

обучающей выборке) сопоставим с лучшими из известных детекторов. 
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Рисунок 3.14 – Сравнение параметра mAP разработанного алгоритма с 

известными алгоритмами-детекторами в задаче обнаружения объектов и 

определения их классов  

 

 Для оценки качества идентификации параметров распознанных объектов 

были рассчитаны величины средней абсолютной (САО) и относительной (СОО) 

ошибок идентификации ширины, длины, угла ориентации объекта и расстояния 

между объектом и точкой наблюдения. Результаты расчета ошибок и их сравнение 

с аналогичными показателями известных алгоритмов DisNet [51] и TUD-DCNN 

[139] представлены в таблице 3.3.  

 

Таблица 3.3 – Средние значения ошибок идентификации параметров объектов в 

тестовой выборке 
 

Новый алгоритм DisNet  TUD-DCNN  

Параметр САО СОО СОО* СОО* 

Ширина объекта 𝑤об 0,07 м 0.5% - - 

Длина объекта 𝑙об 0,22 м 1.7% - - 

Расстояние 𝑧об 1,3 м 9% 11% - 

Угол ориентации θ 5,7о 6% - 9.8% 

* приведены данные, известные из публикаций. 
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Полученные показатели качества определения параметров объекта при 

применении предложенного алгоритма выше, чем у существующих 

специализированных решений [51][139] и могут считаться приемлемыми для 

практического применения. 

Для оценки быстродействия алгоритм был протестирован на выборке, 

включающей 1000 изображений, для каждого из которых были произведены 

замеры времени, затраченного на идентификацию объектов. Среднее время работы 

алгоритма составило 81.59 миллисекунд, что позволяет получать информацию об 

окружающих объектах с частотой 12.25 Гц. Аналогичную частоту идентификации 

имеют серийные автомобильные радары, например, получившая широкое 

распространение модель Continental ARS408 [140], что позволяет считать 

разработанный алгоритм возможным дополнением или альтернативой 

технического зрения на основе радаров. 

3.6 Выводы 

1. В результате проведенного исследования получен прототип нейросетевого 

алгоритма автомобильного технического зрения, позволяющего идентифицировать 

и классифицировать участников дорожного движения, а также их характеристики: 

положение и ориентацию пространстве и габаритные размеры. Синтезированный 

алгоритм имеет ряд качественных преимуществ по сравнению с известными 

методами, которые для решения того же набора задач используют не один 

алгоритм, а комбинации узкоспециализированных алгоритмов. Применение 

предлагаемого многозадачного алгоритма позволит снизить сложность 

программной части системы технического зрения без потери качества 

идентификации. Результатом станет уменьшение вычислительной нагрузки на 

контроллер системы технического зрения, что позволит оптимизировать его 

ресурсы, повысить функциональность и эффективность. 

2. Качество распознавания и классификации объектов, обеспечиваемое 

разработанным алгоритмом, находится на уровне лучших известных сетей-

детекторов (mAP более 70%). Относительные ошибки алгоритма при 

идентификации параметров объектов составляют 9% по расстоянию до объектов, 
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1.1% по габаритным размерам и 6% по угловой ориентации объектов, что лучше, 

чем у рассмотренных аналогов на 18% и 38% соответственно.  Величины ошибок 

позволяют сделать вывод о приемлемой точности идентификации перечисленных 

параметров. Средняя частота выдачи данных алгоритмом составляет 12.25 Гц, что 

находится на уровне серийных радаров. 

3. Параметры качества разработанного алгоритма показывают, что 

представленный подход расширения идентифицируемых параметров позволяет 

производить достаточно точную идентификацию характеристик объектов на 

изображениях без применения дополнительных источников информации, что 

позволяет применять синтезированный алгоритм в АСУД автомобилей. 
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ГЛАВА 4. АЛГОРИТМ ТЕХНИЧЕСКОГО ЗРЕНИЯ ДЛЯ 

ОБНАРУЖЕНИЯ ПРОХОДИМОГО ПРОСТРАНСТВА 

 

 4.1 Архитектура сети для идентификации проходимого пространства 

Архитектура ENet, выбранная для реализации алгоритма идентификации 

проходимого пространства, состоит из параметрических блоков типа «Bottleneck» 

(«Бутылочное горлышко») и начального блока предобработки данных. Схемы этих 

структурных блоков приведены на рисунке 4.1.  

 

Рисунок 4.1 – Структурные элементы нейронной сети ENet а) Схема 

начального блока, б) схема блока Bottleneck 

 

Каждый блок состоит из свертки 1х1, снижающей количество фильтров, 

параметрической свертки и свертки 1х1, повышающей количество фильтров. 

Между всеми сверточными слоями применяются нормализация по мини-пакету и 

функция активации PReLU [141], которая аналогична ранее упомянутой Leaky 

ReLU с той разницей, что значение коэффициента α в ней не задается константой, 

а получается в результате обучения сети. Дополнительно каждый блок «Bottleneck» 

параметризуется в зависимости от своего типа: если блок определен как блок 

понижающей дискретизации (англ. downsampling), первая свертка 1х1 заменяется 
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на свертку 2 х 2 со сдвигом 2 по обоим измерениям, и дополнительно производится 

подвыборка максимального значения. 

Параметрическая свертка, в зависимости от типа, может представлять собой 

обычную свертку 3х3, разреженную свертку 3х3 (dilated), асимметрическую 

(asymmetric) свертку, представляющую собой последовательность из двух сверток 

с ядром 1 х 5 и 5 х 1, или обратную свертку (Upsampling). 

В качестве регуляризатора применяется пространственный «дропаут» (англ. 

spatial dropout [142]) с вероятностью отключения p=0.01 в Bottleneck 2.0 и p=0.1 

после Bottleneck 2.0. 

Архитектура нейронной сети ENet описана в таблице 4.1. В ней представлены 

составляющие сеть блоки, их тип и размерность данных на выходе. В третьем 

столбце 𝐼𝑤– ширина входного изображения, 𝐼ℎ– его высота. 

 

Таблица 4.1 – Архитектура нейронной сети ENet 

Название Тип Размерность выхода слоя 

Начальный блок  16 x 𝐼𝑤/2 x 𝐼ℎ/2 

Bottleneck 1.0 Пониж. 64 x 𝐼𝑤/4 x 𝐼ℎ/4 

4 x Bottleneck 1.x  64 x 𝐼𝑤/4 x 𝐼ℎ/4 

Bottleneck 2.0 Пониж. 128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 2.1  128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 2.2 Разреженная, шаг 2 128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 2.3 Асимметрическая 128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 2.4 Разреженная, шаг 4 128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 2.5  128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 2.6 Разреженная, шаг 8 128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 2.7 Асимметрическая 128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 2.8 Разреженная, шаг 16 128 x 𝐼𝑤/8 x 𝐼ℎ/8 

Bottleneck 3.0 - Bottleneck 3.7 аналогично Bottleneck 2.1 - Bottleneck 2.8 

Bottleneck 4.0 Обратная 64 x 𝐼𝑤/4 x 𝐼ℎ/4 
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Продолжение таблицы 4.1 

Bottleneck 4.1  64 x 𝐼𝑤/4 x 𝐼ℎ/4 

Bottleneck 4.2  64 x 𝐼𝑤/4 x 𝐼ℎ/4 

Bottleneck 5.0 Обратная 16 x 𝐼𝑤/4 x 𝐼ℎ/2 

Bottleneck 5.1  16 x 𝐼𝑤/4 x 𝐼ℎ/2 

Обратная свертка  1 x 𝐼𝑤 x 𝐼ℎ 

 

В приведенной реализации входными данными для сети являются 

трехканальные изображения разрешением 256х256 (𝐼𝑤=256, 𝐼ℎ=256), на выходе 

сети – одноканальная маска проходимого пространства разрешением 256х256. 

Программная реализация алгоритма идентификации проходимого пространства 

приведена в приложении Б. 

 4.2 Математическая модель камеры-обскуры 

Для преобразования растрового изображения проходимого пространства, 

распознанного нейронной сетью, в геометрическую модель (сетку занятого 

пространства), пригодную для использования в алгоритме планирования 

траектории движения автомобиля, используется метод обратного преобразования 

перспективы, основанный на математической модели камеры-обскуры [142]. 

С геометрической точки зрения камера-обскура определяется одной точкой 

(исходной точкой или отверстием) и плоскостью проекции. Расстояние между 

точкой и плоскостью – это фокусное расстояние 𝑓. Если известны реальные 

координаты X, Y и Z точки P в пространстве сцены, то можно вычислить 

координаты x и y изображения P′ точки P, спроецированной на плоскость 

изображения I: 

𝑥 = −𝑓
𝑋

𝑍
, 𝑦 = −𝑓

𝑌

𝑍
. 

Знак минус указывает на то, что проецируемое изображение на задней 

стороне камеры-обскуры перевернуто. Чтобы избавиться от этого зеркального 

отображения, в настоящей работе используется модель виртуальной камеры-
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обскуры, в которой проективная плоскость помещается на расстоянии Z = f, то есть 

перед отверстием-объективом, что дает: 

𝑥 = 𝑓
𝑋

𝑍
, 𝑦 = 𝑓

𝑌

𝑍
. 

Используя однородные координаты, мы можем смоделировать идеальную 

камеру-обскуру с помощью матричного выражения: 

(
𝑥
𝑦
1
) = (

𝑓 0 0
0 𝑓 0
0 0 1

     
0
0
0
)(

 𝑋
𝑌
𝑍
1

) 

Таким образом, модель камеры-обскуры связывает между собой координаты 

(X, Y, Z и x, y соответственно) и фокусное расстояние. Хотя геометрические 

расстояния обычно измеряются в метрах (или в других единицах длины), в 

практике применения компьютерного зрения координаты камеры (x, y) измеряются 

в расстояниях между пикселями. 

Для преобразования метрических расстояний в пиксельные вводятся 

масштабные коэффициенты 𝑠𝑦 и 𝑠𝑥: 

(
𝑥
𝑦
1
) = (

𝑠𝑥𝑓 0 0
0 𝑠𝑦𝑓 0

0 0 1

     
0
0
0
)(

 𝑋
𝑌
𝑍
1

) 

Отсчет координат начинается не из центра изображения, а из одного из его 

углов, что вызывает необходимость переноса начала системы координат. Это 

выполняется при помощи введения параметров и 𝑢0 и 𝑣0, определяющих величины 

сдвига по осям системы координат. 

Также вводится коэффициент перекоса α, учитывающий сдвиг системы 

координат, который может произойти в случае, если оптическая ось не точно 

перпендикулярна плоскости проекции изображения. 

Таким образом, внутренняя модель камеры имеет вид: 

(
𝑥
𝑦
1
) = 𝐾(

 𝑋
𝑌
𝑍
1

), 
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где 𝐾 результирующая внутренняя матрица камеры (матрица внутренней 

калибровки): 

𝐾 = (
𝑠𝑥𝑓 𝛼 𝑢0
0 𝑠𝑦𝑓 𝑣0
0 0 1

     
0
0
0
) 

Предположим, что известны трехмерные координаты точек относительно 

некоторой системы отсчета, часто называемой мировой системой отсчета 

(рисунок 4.2). Переход в систему отсчета камеры выполняется путем поворота и 

переноса системы координат. Пусть E – преобразование, которое преобразует 

мировую систему координат в систему координат камеры. 

𝐸 = (
𝑹 𝒕
0𝑇 1

) 

где R – матрица поворота, 𝑡 – вектор переноса. 

Тогда преобразование координат является обратным этому преобразованию. Точка 

X с мировыми координатами (X, Y, Z) проецируется в плоскость изображения 

следующим образом: 

𝑥 = 𝐾 (𝑅
𝑇 −𝑅𝑇𝑡
0𝑇 1

)𝑋 

𝑥 = 𝐾𝐸𝑋 

𝑥 = 𝐶𝑋, 𝐶 = 𝐾𝐸 

Матрицу С называют матрицей камеры. 

 

Рисунок 4.2 – Преобразование гомографии между мировой плоскостью и 

плоскостью изображения 
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Имея матрицу камеры, можно получить матрицу гомографии для 

преобразования к системе координат камеры. Для этого дополнительно вводится 

допущение, что все точки проходимого пространства лежат в плоскости дороги, 

которая в задаче преобразования координат совпадает с мировой плоскостью. В 

таком случае для всех точек Z=0 преобразование гомографии имеет вид: 

(
𝑢′
𝑣′
𝑤′

) = (

𝐶11
𝐶21
𝐶31

𝐶12
𝐶22
𝐶32

𝐶13
𝐶23
𝐶33

𝐶14
𝐶24
1
)(

𝑋
𝑌
0
1

) = (

С11 С12 С14
С21 С22 С24
С31 С32 1

)(
𝑋
𝑌
1
) 

𝐻 = (

𝐻11 𝐻12 𝐻14
𝐻21 𝐻22 𝐻24
𝐻31 𝐻32 1

) 

(
𝑢′
𝑣′
𝑤′

) = 𝐻 (
𝑋
𝑌
1
) 

Матрица гомографии для перехода из системы координат камеры в мировую 

систему координат является обратной к матрице гомографии для преобразования к 

системе координат камеры [143]: 

(
𝑋′
𝑌′
𝑍′

) = 𝐻−1 (
𝑢′/𝑤′

𝑣′/𝑤′
1

) 

Преобразование из однородной системы координат в декартову: 

(𝑥′, 𝑦′, 𝑧′) → (𝑥, 𝑦):    
𝑥′/𝑧′

𝑦′/𝑧′
 

Соответственно 𝑋 = 𝑋′/ 𝑍′, 𝑌 = 𝑌′/ 𝑍′. 

На рисунках 4.3 и 4.4 показан пример обратного преобразования гомографии, 

примененного к результатам работы алгоритма сегментации проходимого 

пространства. 
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Рисунок 4.3 – Пример обратного преобразования перспективы, примененного к 

изображению с наложенной маской проходимого пространства 

 

Рисунок 4.4 – Сетка занятого пространства, полученная в результате обратного 

преобразования перспективы, примененного к маске проходимого пространства. 

Шаг ячейки 17.5 см. 

 

4.3 Функции обучения нейронной сети 

В результате анализа нейросетевых алгоритмов идентификации проходимого 

пространства была сформулирована задача синтезировать усовершенствованные 

целевые функции, включающие коэффициенты штрафа при ложноположительных 

оценках. Для решения этой задачи рассмотрим две возможности наложения 

штрафа на ложноположительные предсказанные метки [144]. В качестве первого 

варианта предлагается новая целевая функция, полученная из (1.1) путем введения 
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в знаменателе весового коэффициента 𝛼 при ложноположительных и (1 − 𝛼) при 

ложноотрицательных оценках: 

𝑊𝑆𝐷𝐹(𝑃, 𝐺|𝛼) = 1 −
|𝑃𝐺| + 1

|𝑃𝐺| + 𝛼|𝑃\𝐺| + (1 − 𝛼)|𝐺\𝑃| + 1
,  

где \ означает разность множеств. При 𝛼 = 0.5 функция принимает форму (1.1).  

На пиксельном уровне эта целевая функция может быть записана как: 

𝑊𝑆𝐷𝐹(𝑦, 𝑦̂| 𝛼) =  1 −
∑ 𝑦𝑖
ℎ ·𝑤
𝑖=1 𝑦̂𝑖 + 1

∑ 𝑦𝑖
ℎ ·𝑤
𝑖=1 𝑦̂𝑖 + 𝛼 · ∑ (1 − 𝑦𝑖)

ℎ ·𝑤
𝑖=1 𝑦̂𝑖 + (1 − 𝛼) · ∑ 𝑦𝑖(

ℎ ·𝑤
𝑖=1 1 − 𝑦̂𝑖) + 1

,  

где 𝑦𝑖  – истинная метка i-го пикселя, 𝑦̂𝑖– метка i-го пикселя, предсказанная 

алгоритмом, ℎ – высота изображения в пикселях, 𝑤– ширина изображения в 

пикселях. 

Ниже эти выражения, описывающие новую целевую функцию, будем 

называть взвешенной функцией Сёренсена–Дайса, а в качестве сокращенного 

названия использовать англоязычную аббревиатуру WSDF (от Weighted Sørensen–

Dice Function). 

В качестве второго варианта предлагается целевая функция, полученная 

путем добавления доли ложноположительных оценок (англ. False Positive Rate, 

FPR) к целевой функции Сёренсена-Дайса с весовым коэффициентом β в качестве 

самостоятельного слагаемого:  

𝑆𝐷𝐹 + 𝐹𝑃𝑅(𝑃, 𝐺|𝛽) = 1 −
2|𝑃𝐺| + 1

|𝑃| + |𝐺| + 1
+ 𝛽

|𝐺\𝑃|

|𝑈 − 𝐺|
   

На пиксельном уровне эта функция записывается следующим образом: 

𝑆𝐷𝐹 + 𝐹𝑃𝑅(𝑦, 𝑦̂| 𝛽) = 1 −
2∑ 𝑦𝑖

ℎ ·𝑤
𝑖=1 𝑦̂𝑖 + 1

∑ 𝑦𝑖
ℎ ·𝑤
𝑖=1 + ∑ 𝑦̂𝑖

ℎ ·𝑤
𝑖=1 + 1

+  𝛽
∑ 𝑦𝑖(
ℎ ·𝑤
𝑖=1 1 − 𝑦̂𝑖)

∑ (1 − 𝑦𝑖)
ℎ ·𝑤
𝑖=1

.  

Для сокращенного обозначения этих новых функций используем 

англоязычную аббревиатуру SDF+FPR (от Sørensen–Dice Function + False Positive 

Rate). 
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 4.4 Обучающая выборка и параметры обучения нейронной сети 

Предложенные новые целевые функции с различными значениями весовых 

коэффициентов были использованы в обучении разработанной нейронной сети, 

которая предназначена для семантической сегментации изображений. Нейронные 

сети и процесс их обучения были реализованы с помощью тех же программных и 

аппаратных средств, что и в случае алгоритма идентификации участников 

дорожного движения. 

Начальные весовые коэффициенты для всех слоев нейронной сети во всех 

циклах обучения были заданы случайными значениями по методике He–Normal 

[141]. Обучение проводилось с применением пакетной нормализации и мини–

пакета размером 8. 

В качестве обучающей выборки использовался набор данных «Cityscapes» 

[145], который предназначен для реализации различных подходов к анализу 

данных о движении автомобиля в городских условиях. В наборе содержится 5000 

аннотированных изображений, которые через равные промежутки времени 

извлекались из видеопотока камеры, установленной по направлению движения 

автомобиля. Съемки выполнялись в различное время года и в различных погодных 

условиях. 

4.5 Метрики оценки качества работы алгоритма 

Для оценки качества функционирования обученных алгоритмов сегментации 

проходимого пространства были использованы три метрики: коэффициент 

Жаккара (Jaccard coefficient), доля ложноотрицательных оценок (False Negative 

Rate, FNR) и доля ложноположительных оценок (False Positive Rate, FPR). 

Коэффициент Жаккара, также известный как IoU (от англ. Intersection Over 

Union), в числовом виде отражает меру пересечения множеств P и G и определяется 

следующим образом: 

𝐼𝑜𝑈(𝑃, 𝐺) =
|𝑃𝐺|

|𝑃| + |𝐺| + |𝑃𝐺|
 

При идеальной работе алгоритма значение коэффициента Жаккара составит 

1, что означает полное совпадение истинной и предсказанной матриц меток. IoU 
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является традиционной метрикой для оценки алгоритмов сегментации и позволяет 

получить общее представление о качестве их работы. 

FNR отражает отношение количества ложноотрицательных оценок к 

количеству истинно положительных меток: 

𝐹𝑁𝑅 (𝑃, 𝐺) =
|𝑃\𝐺|

|𝐺|
 

Коэффициент FPR, в свою очередь, отражает отношение количества 

ложноположительных оценок к количеству истинно отрицательных меток: 

𝐹𝑃𝑅(𝑃, 𝐺) =
|𝐺\𝑃|

|𝑈 − 𝐺|
 

FNR и FPR идеального алгоритма равны нулю. 

В совокупности перечисленные метрики позволяют в достаточно полной 

мере оценивать эффективность обученных алгоритмов и особенности их работы с 

ошибками первого и второго рода, а также исследовать эффект варьирования 

весовых коэффициентов 𝛼 и 𝛽 в целевых функциях. 

 

4.6 Исследование алгоритма идентификации проходимого пространства 

При обучении алгоритмов с целевой функцией WSDF использовались 

значения весового коэффициента 𝛼, равные 0.5 (исходный вариант, эквивалентный 

функции SDF), 0.67 и 0.8. В случае целевой функции SDF + FPR весовому 

коэффициенту β также присваивались три значения: 0 (исходный вариант, 

эквивалентный функции SDF), 1.5 и 3. 

Для изучения влияния весовых коэффициентов на работу нейронной сети по 

завершении каждой из эпох (итераций) обучения проводилась запись следующих 

параметров: значения целевой функции на обучающей выборке, коэффициента 

Жаккара (IoU), FPR и FNR. Значения метрик, полученные в результате каждой из 

эпох, представлены в виде графиков на рисунках 4.5 – 4.7. 
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Рисунок 4.5 – Изменение метрики IoU при обучении с использованием 

целевых функций SDF + FPR и WSDF (обучающая выборка) 

 

Рисунок 4.6 – Изменение метрики FPR при обучении с использованием 

целевых функций SDF + FPR и WSDF (обучающая выборка) 
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Рисунок 4.7 – Изменение метрики FNR при обучении с использованием 

целевых функций SDF + FPR и WSDF (обучающая выборка) 

 

В таблице 4.2 приведены значения коэффициента Жаккара и коэффициентов 

FPR, FNR, полученные на обучающей выборке на момент окончания обучения. 

 

Таблица 4.2 – Метрики IoU, FPR и FNR, полученные на обучающих данных 

Целевая функция WSDF Целевая функция SDF + FPR 

Метрики Весовые коэффициенты Метрики Весовые коэффициенты 

α =0.5 α =0.67 α =0.8 𝜷 =0.0 𝜷 =1.5 𝜷 =3.0 

IoU 0.954 0.948 0.936 IoU 0.954 0.952 0.946 

FPR 0.011 0.0076 0.005 FPR 0.011 0.0077 0.006 

FNR 0.026 0.038 0.055 FNR 0.026 0.033 0.042 

 

По завершении обучения алгоритмы были протестированы на отдельной 

тестовой выборке, экземпляры которой не входят в обучающую выборку. Значения 

метрик, полученные на тестовой выборке, представлены в таблице 4.3. 
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Таблица 4.3 – Метрики IoU, FPR и FNR, полученные на тестовых данных 

Целевая функция WSDF Целевая функция SDF + FPR 

Метрики Весовые коэффициенты Метрики Весовые коэффициенты 

α =0.5 α =0.67 α =0.8 𝜷 =0.0 𝜷 =1.5 𝜷 =3.0 

IoU 0.862 0.857 0.841 IoU 0.8621 0.8574 0.849 

FPR 0.0346 0.0313 0.0272 FPR 0.0346 0.029 0.028 

FNR 0.077 0.097 0.1 FNR 0.077 0.087 0.097 

 

При сравнении таблиц 4.2 и 4.3 можно увидеть, что в тестовой выборке 

результат варьирования весовых коэффициентов аналогичен тому, который был 

получен на обучающей выборке, однако наблюдается снижение общего качества 

работы алгоритма, что характерно для перехода от обучающих данных к тестовым. 

Для количественной оценки эффекта варьирования весовых коэффициентов 

были рассчитаны процентные соотношения между метриками, полученными при 

использовании исходной функции SDF, и метриками, которые были обеспечены 

модифицированными функциями WSDF и SDF + FPR с различными величинами 

весовых коэффициентов. Полученные соотношения представлены в таблицах 4.4 и 

4.5 для обучающей и тестовой выборок соответственно. 

 

Таблица 4.4 – Процентное изменение метрик в зависимости от весовых 

коэффициентов целевых функций на обучающей выборке 

Целевая функция WSDF Целевая функция SDF + FPR 

Метрики Весовые коэффициенты Метрики Весовые коэффициенты 

α =0.67 α =0.8 𝜷 =1.5 𝜷 =3.0 

IoU -0.6% -1.9% IoU -0.2% -0.08% 

FPR -31% -54% FPR -30% -45% 

FNR 46% 111% FNR 26% 61% 
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Таблица 4.5 – Процентное изменение метрик в зависимости от весовых 

коэффициентов целевых функций на тестовой выборке 

Целевая функция WSDF Целевая функция SDF + FPR 

Метрики Весовые коэффициенты Метрики Весовые коэффициенты 

α =0.67 α =0.8 𝜷 =1.5 𝜷 =3.0 

IoU -0.06% -2% IoU -0.5% -1.5% 

FPR -10% -21% FPR -16% -19% 

FNR 25% 30% FNR 13% 26% 

Как видно из этих таблиц (а также из графиков на рисунках 4.5 – 4.7), 

повышение весового коэффициента при ложноположительных оценках приводит к 

незначительному снижению метрики IoU (не более 2%), которая характеризует 

общую точность распознавания. Снижение показателя FPR при переходе от 

обучения с применением классической целевой функции SDF к целевым функциям 

с весовыми коэффициентами характеризует уменьшение площади изображения, 

ложно распознанной как подходящей для движения автомобиля. Рост метрики FNR 

говорит об увеличении площади изображения, ложно распознанной в качестве 

недоступной для движения. 

Наглядное представление об изменениях в поведении нейронной сети в 

зависимости от наличия или отсутствия штрафа за ложноположительные оценки 

дает визуализация результатов распознавания на отдельных экземплярах тестовой 

выборки. На рисунках 4.8 и 4.9 приведены примеры распознавания дорожной 

обстановки сетью, обученной с использованием целевой функции WSDF при 𝛼=0.5 

(исходный вариант без штрафа) и 𝛼=0.8. 

 

Рисунок 4.8 – Изменение результатов распознавания участка проезжей части и 

пешеходной зоны (слева от автомобиля) в зависимости от значения весового 

коэффициента 𝛼. а) 𝛼=0.5, б) 𝛼=0.8. 
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Рисунок 4.9 – Изменение результатов распознавания участка проезжей части и 

тротуара (слева от автомобиля) в зависимости от значения весового 

коэффициента 𝛼. а) 𝛼=0.5, б) 𝛼=0.8. 

 

На изображениях красной границей отмечены области, которые были 

ошибочно идентифицированы в качестве части проходимого пространства при 

использовании сети, обученной без штрафа. В случае 𝛼=0.8 данные области 

распознаются адекватно – как недоступные для движения. Таким образом, 

наложение штрафа на ложноположительные срабатывания позволяет 

скорректировать оценку алгоритмом критичных участков окружающего 

пространства, предотвратив ошибочное распознавание пешеходных зон в качестве 

проезжих. 

 

 4.7 Выводы 

В результате проведенного исследования предложен подход к обучению 

нейронных алгоритмов системы технического зрения АСУД с применением 

целевых функций, в которых предусмотрена возможность введения штрафов за 

ложноположительные оценки проходимого (проезжего) пространства. Обучение с 

использованием разработанных целевых функций показало свою эффективность в 

снижении количества ложноположительных ошибок распознавания как на 

обучающей, так и на тестовой выборках. Результаты экспериментов на тестовой 

выборке продемонстрировали снижение доли ложноположительных оценок в 

среднем на 21% при использовании функции WSDF и на 19% при использовании 

функции SDF+FPR. Как количественные, так и качественные результаты 
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исследования показывают, что предложенный подход к обучению нейронных сетей 

может существенно повысить адекватность работы систем технического зрения, 

тем самым обеспечивая безопасность автоматического движения 

автотранспортных средств. 
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ГЛАВА 5. АЛГОРИТМ ПЛАНИРОВАНИЯ ТРАЕКТОРИИ 

ДВИЖЕНИЯ АВТОМОБИЛЯ С УЧЕТОМ ДОРОЖНОЙ 

ОБСТАНОВКИ 

5.1 Архитектура нейронной сети 

Алгоритм, выполняющий функции водителя в АСУД, был синтезирован на 

основе сверточной нейронной сети и вследствие этого представляет собой по сути 

анализатор изображений проезжего/занятого пространства, обладающий 

возможностью прокладывать в этом пространстве траекторию и рассчитывать 

управляющие воздействия, необходимые для движения по этой траектории Схема 

архитектуры алгоритма представлена на рисунке 5.1. 

 

Рисунок 5.1 – Схема архитектуры алгоритма планирования траектории движения 

автомобиля, разработанного на основе сверточной нейронной сети 
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Архитектура состоит из трех программно-вычислительных блоков: блока 

обработки карты занятого пространства, блока обработки пространственного 

положения препятствий и блока оценки параметров конечной точки сегмента. Блок 

обработки занятого пространства представляет собой сверточный энкодер, 

архитектурно аналогичный энкодерам, применяемым в задачах сегментации [144] 

и состоящий из последовательности сверточных слоев и слоев подвыборки 

максимума. Второй логический блок принимает на вход карту занятого 

пространства (см. следующий раздел), представленную в виде двумерного 

бинарного массива и используется алгоритмом для извлечения информации об 

окружающих препятствиях и их пространственном положении. Третий логический 

блок получает на вход набор параметров, описывающих положение автомобиля, 

геометрические параметры в точке начала движения и набор параметров, 

описывающих точку назначения. Внутренние отображения данных о положении 

автомобиля и окружающем пространстве конкатенируются и на основе полных 

данных производится прогнозирование набора параметров конечной точки 

следующего сегмента пути. Исполнение архитектуры в такой реализации 

позволяет применять локальный планировщик в непрерывном режиме для 

движения по протяженному непрерывному маршруту и в режиме построения 

локального конечного манёвра.  

Для функционирования алгоритма в условиях динамического окружения был 

синтезирован его вариант, принимающий в качестве входных данных временную 

последовательность карт занятого пространства. Отличие такой архитектуры от 

основной заключается в замене блока обработки карты занятого пространства на 

блок обработки входной последовательности, которая принимает на вход n 

временных отсчетов, отражающих состояние карты занятого пространства в 

дискретные моменты времени от 𝑡−𝑛 до 𝑡0. 

Схема блока обработки входной последовательности приведена на 

рисунке 5.2. 
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Рисунок 5.2 – Схема блока обработки входной последовательности карт занятого 

пространства разработанного динамического планировщика траектории 

 

Программная реализация алгоритма планирования траектории движения 

автомобиля приведена в приложении В. 

 5.2 Сетка занятого пространства 

Сетка занятого пространства является классическим представлением карты 

окружающего пространства. Она присваивает каждой паре координат x-y в 

дискретизованном пространстве двоичное значение, которое указывает, занято ли 

место каким-либо объектом или нет. Карты на основе сетки занятого пространства 

широко применяются для построения траекторий и навигации транспортных 

средств, оснащенных системами автоматического управления движением, 

поскольку они позволяют учитывать большое число факторов окружающей среды. 

Сетки занятого пространства определяются в непрерывном пространстве 

координат и, как правило, имеют малые размеры ячеек по отношению к размерам 

автомобиля. Применение виртуальной модели дорожной обстановки на основе 

сетки занятого пространства [146] является емким и в перспективе позволяет 
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учитывать многие факторы окружающего пространства, представляющие 

важность для функций АСУД. 

Наиболее распространенным видом карт занятого пространства являются 

карты, которые описывают трехмерное пространство в виде двухмерного среза. 

Двухмерной карты достаточно для реализации функций АСУД, так как 

транспортное средство перемещается по плоским поверхностям – дорогам общего 

пользования – или по поверхностям, которые могут быть приведены к условно-

плоскому виду. Объекты, не имеющие непосредственного контакта с 

поверхностью дороги, но являющиеся препятствиями (например, шлагбаумы), 

также могут быть учтены при построении сетки занятого пространства при помощи 

проецирования на плоскость поверхности движения. В случае необходимости 

представление дорожной обстановки в виде сетки занятого пространства может 

быть расширено до трехмерного вида, но со значительным увеличением 

вычислительной сложности.  

На практике, ячейка занятого пространства может быть полностью занята, 

полностью свободна, частично занята, а также может иметь другие параметры, 

описывающие состояние ячейки и пространства в ней. В настоящей работе 

дополнительно используются оценки типа объекта в ячейке и вероятностная 

оценка состояния.  

Математически сетку занятого пространства можно представить в виде 

совокупности матриц размерностью Y,X – матриц вероятности занятости 

пространства: 

𝑶 = [𝑝𝑜(𝑜(𝑖, 𝑗))] = [
𝑝𝑜(𝑜(1,1)) ⋯ 𝑝𝑜(𝑜(1, 𝑋))

⋮ ⋱ ⋮
𝑝𝑜(𝑜(𝑌, 1)) ⋯ 𝑝𝑜(𝑜(𝑌, 𝑋))

] 

где 𝑜(𝑖, 𝑗)- состояние ячейки, 𝑜(𝑖, 𝑗) ∈  {0, 1}, где 1 соответствует полностью 

занятому пространству ячейки, а 0 – полностью свободному. В этой работе из 

соображений безопасности движения автомобиля при построении маршрута 

подразумевается, что ячейка может находиться только в двух состояниях – 1 или 0 

– либо полностью занята, либо полностью свободна. 𝑝𝑜(𝑜(𝑖, 𝑗)) – функция, 
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описывающая вероятность нахождения ячейки в состоянии 𝑜(𝑖, 𝑗). Для двух 

состояний 𝑝𝑜(𝑜(𝑖, 𝑗)) может интерпретироваться как вероятность того, что ячейка  

 𝑖, 𝑗 занята. 

Матрица класса объекта в сетке занятого пространства имеет следующий 

вид: 

𝑪 = [𝑝с(𝑐(𝑖, 𝑗))] = [
𝑝с(𝑐(1,1)) ⋯ 𝑝с(𝑐(1, 𝑋))

⋮ ⋱ ⋮
𝑝с(𝑐(𝑌, 1)) ⋯ 𝑝с(𝑐(𝑌, 𝑋))

] 

где 𝑐(𝑖, 𝑗) - множество типов объектов, к которым может принадлежать 

пространство внутри ячейки 𝑖, 𝑗, 𝑐(𝑖, 𝑗) =  {0,1, … , N}, где N – количество классов 

внешних объектов, которые учитываются при построении траектории движения 

транспортного средства, 𝑝с(с(𝑖, 𝑗)) – функция, определяющая распределение 

вероятности принадлежности ячейки 𝑖, 𝑗 к классам в перечне с.  

В общем случае значения матриц O и C для одной ячейки независимы. 

 

 5.3 Представление траектории движения автомобиля 

В настоящей работе для решения задачи управления движением автомобиля 

его траектория представляется как последовательность из некоторого количества 

криволинейных сегментов n. Число сегментов является настраиваемым 

параметром и определяется в зависимости от сложности требуемой траектории и 

других параметров. Форма траектории автомобиля в каждом сегменте k задается 

зависимостью y=f(x), которая определяется как полином 9-й степени в декартовой 

системе координат 𝑂𝑘, начало которой совпадает с положением точки, являющейся 

концом предыдущего сегмента в момент начала отсчета. Ось 𝑋𝑘 направлена по 

касательной к траектории в начале каждого сегмента. Схема представления 

траектории приведена на рисунке 5.3. 
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Рисунок 5.3 – Схема представления траектории движения автомобиля 

 

Уравнение полинома 9-й степени имеет вид: 

𝑦 = 𝑓(𝑥) =∑𝑘𝑖

9

𝑖=0

𝑥𝑖 = 𝑘9𝑥
9 +⋯+ 𝑘1𝑥 + 𝑘0 

При задании траектории движения транспортного средства в виде 

последовательности связанных полиномиальных сегментов задача построения 

траектории может быть представлена как задача итеративного построения 

сегментов траектории. В таком представлении каждый сегмент может быть 

однозначно определен относительно предыдущего вектором параметров S 

конечной точки сегмента, состоящим из значений x и набора значений 

производных полинома y, определяющего траекторию в этой точке: 

𝑆(𝑓(𝑥))|
𝑥=𝑥𝑒

= [𝑥𝑒 𝑦
𝑑𝑦

𝑑𝑥
|
𝑥=𝑥𝑒

𝑑2𝑦

𝑑𝑥2
|
𝑥=𝑥𝑒

𝑑3𝑦

𝑑𝑥3
|
𝑥=𝑥𝑒

𝑑4𝑦

𝑑𝑥4
|
𝑥=𝑥𝑒

]

𝑇

, 

Определение параметров 𝑘𝑖 полинома сегмента возможно при помощи 

решения системы уравнений при известных параметрах начальной и конечной 

точек сегмента: 

{
𝑆∗(𝑓(𝑥𝑒)) = 𝐴(𝑥𝑒) × 𝐾
𝑆∗(𝑓(𝑥0)) = 𝐴(𝑥𝑜) × 𝐾

 

где 
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𝐴(𝑥) =

[
 
 
 
 

𝑥9 𝑥8 𝑥7 𝑥6 𝑥5 𝑥4 𝑥3 𝑥2 𝑥 1
9𝑥8 8𝑥7 7𝑥6 6𝑥5 5𝑥4 4𝑥3 3𝑥2 2𝑥 1 0
727 56𝑥6 42𝑥5 30𝑥4 20𝑥3 12𝑥2 6𝑥 2 0 0
504𝑥6 280𝑥5 210𝑥4 120𝑥3 60𝑥2 24𝑥 6 0 0 0
3024𝑥5 1120𝑥4 840𝑥3 360𝑥2 120𝑥 24 0 0 0 0]

 
 
 
 

 

𝐾 = [𝑘9 … 𝑘1 𝑘0]
𝑇 

𝑆∗(𝑓(𝑥))|
𝑥=𝑥𝑒

= [𝑦
𝑑𝑦

𝑑𝑥
|
𝑥=𝑥𝑒

𝑑2𝑦

𝑑𝑥2
|
𝑥=𝑥𝑒

𝑑3𝑦

𝑑𝑥3
|
𝑥=𝑥𝑒

𝑑4𝑦

𝑑𝑥4
|
𝑥=𝑥𝑒

]

𝑇

 

Таким образом, получаем систему из 10 уравнений с 10 неизвестными, 

единственным решением которой является набор параметров полинома 𝐾, 

связывающий начальную и конечные точки сегмента.  В ходе работы или обучения 

алгоритма эта система решается численным методом. 

 5.4 Функция обучения нейронной сети 

Чтобы обучить нейросетевой алгоритм, необходимо определить целевую 

функцию, при минимизации которой построенный алгоритмом путь будет 

соответствовать представленным требованиям. Достаточно очевидным решением 

было бы применение целевой функции, реализующей идею имитационного 

обучения (вариант подхода с «учителем»), определяя целевую функцию как 

некоторую минимизируемую количественную характеристику отличия 

траектории, построенной алгоритмом от траектории, построенной «эталонным» 

алгоритмом на некотором множестве экземпляров окружающего пространства. 

Однако такой подход имеет несколько значительных недостатков. Во-первых, 

необходимо сгенерировать выборку данных с «эталонными» траекториями, что 

осложняется тем, что в реальных условиях дорожного движения не для каждой 

ситуации возможно построение пути между точкой отправления и точкой 

назначения. Чтобы обучаемый алгоритм был способен находить решение в 

подобных ситуациях, обучающая выборка должна содержать соответствующие 

репрезентативные образцы «эталонных» действий. Во-вторых, обучаемый 

алгоритм наследует все недостатки траектории, построенной «эталонным» 

алгоритмом. Кроме того, в процессе обучения дополнительно вносится 

погрешность оптимизации траектории нейронной сетью. Для того, чтобы избежать 
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подобных проблем, в настоящей работе используется другой метод – обучение с 

подкреплением в форме поиска управляющих последовательностей на основе 

градиента целевой функции. Была разработана целевая функция для обучения 

алгоритма методом стохастического градиентного спуска для построения 

траектории, соответствующей поставленным критериям без необходимости 

разметки обучающей выборки (т.е. добавления в нее «эталонных» решений). 

Разработанная целевая функция состоит из компонентов, каждый из который 

позволяет регулировать выдаваемые обученной сетью параметры траектории, а 

также динамические и управляющие параметры автомобиля при его движении по 

этой траектории. Совокупность этих компонентов позволяет построить 

траекторию, обеспечивающую движение автомобиля по проезжей части без 

столкновений с другими участниками дорожного движения и внешними 

объектами, а также с обеспечением характеристик движения и управления 

автомобилем, задаваемых на основе физических ограничений и условий комфорта 

пассажиров.  

Целевая функция состоит из следующих компонентов-штрафов: 

 компонент отсутствия столкновений с внешними объектами (𝑙𝑝
об);  

 компонент достижения конечной точки маршрута (𝑙к.т..);  

  компонент, ограничивающий максимальное боковое ускорение автомобиля 

(𝑙𝑝
𝑎𝑦

);  

 компонент, ограничивавший скорость поворота рулевого колеса (𝑙𝑝
р.к.

). 

Также в модели движения автомобиля, используемой при обучении алгоритма, 

используется ограничение на максимальный угол поворота рулевого колеса.  

Значение целевой функции на протяжении всей траектории определяется как 

усредненная по количеству отсчетов взвешенная сумма всех критериев при 

прохождении построенной опорной траектории и критерия по удалению от точки 

назначения: 

𝐽 = 𝑊к.т. ∙ 𝑙
к.т. +

1

𝑞
∑(𝑙𝑝

об +𝑊𝑎у ∙ 𝑙𝑝
𝑎𝑦
+𝑊р.к. ∙ 𝑙𝑝

р.к.
)

𝑝=𝑞

𝑝=0
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где 𝑊об, 𝑊𝑎𝑦, 𝑊р.к, 𝑊к.т. – весовые коэффициенты, которые являются параметрами 

обучения алгоритма, p – номер отсчета, q – количество отсчетов. 

 В следующих разделах приводятся подробные описания данных 

компонентов и их математические выражения. 

Для регулирования формы построенной траектории проводится расчет 

динамических параметров движения автомобиля и компонентов целевой функции. 

Все критерии целевой функции с учетом характера данных дифференцируемы на 

всей области определения, что позволяет обучать алгоритм при помощи 

стохастического градиентного спуска по поверхности этой целевой функции. 

Также все компоненты целевой функции рассчитываются исходя из входных 

данных алгоритма и свойств сгенерированного пути, что позволяет проводить 

обучение с подкреплением без привлечения «учителя» – ни в виде «эталонного» 

алгоритма, ни в виде образцов «эталонного» поведения водителя-человека. 

5.4.1 Компонент целевой функции по отсутствию столкновений с 

внешними объектами 

Для реализации компонента целевой функции по отсутствию столкновений с 

внешними объектами производится преобразование карты проходимого 

пространства в поле евклидовых расстояний, на основании которого производится 

построение поля штрафов. 

Пусть функция 𝐷:𝑅𝑤 → 𝑅 задает расстояние от произвольной точки 

проходимого пространства до поверхности ближайшего препятствия. Если все 

препятствия являются замкнутыми объектами конечного объема, то при 

нахождении точки x ∈ 𝑅𝑤 внутри препятствия функция D(x) положительна, если 

точка x лежит на границе препятствия, то D(x) равна нулю, а если она вне 

препятствия, то D(x) отрицательна. На практике перед запуском обучения 

алгоритма поле евклидовых расстояний может быть вычислено и сохранено в виде 

дискретного массива значений с использованием алгоритма преобразования 

расстояний[147].  

Значение поля штрафов в некоторой точке пространства может быть 

интерпретировано как интенсивность соприкосновения этой точки с объектами 
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окружения. При формировании штрафов отрицательная часть поля евклидовых 

расстояний приравнивается к нулю, подразумевая, что в отсутствие 

соприкосновения автомобиля с окружающими объектами штраф за движение по 

намеченной траектории отсутствует. Дополнительно в целевой функции 

реализуется возможность введения различных весовых коэффициентов для 

объектов разного типа в карте занятого пространства. Пример сгенерированного 

поля штрафов приведен на рисунке 5.4. На изображённом поле увеличены весовые 

коэффициенты для объектов классов «Автомобиль» и «Пешеход». 

 

Рисунок 5.4 – Пример поля штрафов по критерию соприкосновения автомобиля с 

внешними объектами 

 

Для получения из поля штрафов информации об интенсивности 

соприкосновения (столкновения) автомобиль представляется в виде сетки из 

множества контрольных точек, в которых происходит замер значений штрафов 

(рисунок 5.5). 
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Рисунок 5.5 – Схема замера значений штрафов 

 

Взвешенное среднее этих штрафов представляет собой значение целевой 

функции по отсутствию столкновений на текущем временном отсчете. 

Контрольные точки делятся на две группы. К первой относятся точки, 

принадлежащие корпусу автомобиля, замер значений штрафов в которых 

позволяет получить количественную оценку интенсивности соприкосновения с 

окружающими объектами при движении. Во вторую группу входят точки, 

принадлежащие некоторой окрестности вокруг автомобиля, значение штрафов в 

которых выражает нахождение автомобиля в нежелательной близости к объектам 

окружения. Схема расположения описанных точек относительно корпуса 

автомобиля приведена на рисунке 5.6. На этой схеме  L – длина автомобиля, W – 

ширина автомобиля, n – количество точек по оси, d – величина зазора безопасности. 
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Рисунок 5.6 – Схема расположения контрольных точек для замера штрафов 

 

Пусть 𝑜𝑎,𝑏, 𝑜𝑘 – точки внутреннего и внешнего подмножества 

соответственно, где a, b, k – индексы точек, 𝑜𝑐 – центральная точка 

прямоугольника, охватывающего автомобиль. Тогда компонент целевой функции 

по отсутствию столкновений для временного отсчета t сегмента траектории 

определяется как: 

𝑙𝑡
об = 𝑊внутр ∑ 𝐷(𝑝𝑎,𝑏)

𝑎=𝑛,𝑏=𝑛

𝑎=1,𝑏=1

+𝑊внеш ∑ 𝐷(𝑜𝑘)

4(𝑛−1)

𝑘=1

+𝑊центр𝐷(𝑜𝑐), 

где 𝐷(𝑥) – значение штрафа в узле x, 𝑊центр, 𝑊внутр, 𝑊внеш  – весовые 

коэффициенты, выбираемые из условия: 𝑊центр˃˃𝑊внутр˃𝑊внеш . 

5.4.2 Компонент целевой функции по удалению от точки назначения 

Для того, чтобы обучаемый алгоритм поиска траектории мог адекватно 

обрабатывать ситуации, в которых невозможно проложить безопасный или 

удовлетворяющий прочим критериям маршрут в точку назначения, алгоритм 

синтезируется таким образом, что конечная точка построенной траектории может 

не совпадать с точкой назначения. Чтобы при подобной реализации алгоритма 

результирующая траектория приводила алгоритм максимально близко к 

требуемому положению, в целевую функцию вводится дополнительный компонент 

по удалению от точки назначения. Расчётная схема для определения этого 
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компонента приведена на рисунке 5.7. Целевая точка обозначена крестом на 

требуемом конечном положении. 

 

Рисунок 5.7 – Расчётная схема для определения компонента целевой функции по 

удалению от точки назначения 

 

Линейные расстояния и угол, обозначенные на этой схеме, используются для 

формирования следующего выражения штрафа: 

𝑙к.т. = ((
1

25.6
𝑥∆)

2 + (
1

25.6
𝑦∆)

2 + ((0.5 +
1

2𝜋
𝜑∆))

2). 

 

5.4.3 Критерии целевой функции по динамическим параметрам 

автомобиля 

Для расчета критериев целевой функции по динамическим и управляющим 

параметрам автомобиля опорная траектория отрабатывается при помощи 

математической модели его движения и регулятора Pure Pursuit, описанных в главе 

2. Расчет выполняется с частотой 40 Гц. 

Формирование критерия целевой функции, ограничивающего скорость 

поворота рулевого колеса, осуществляется на основе вычисления угла поворота 

среднего управляемого колеса 𝛿𝑘, который связан известной передаточной 

характеристикой 𝑓пх  с углом поворота рулевого колеса θр.к.. Таким образом, 

скорость поворота рулевого колеса может быть определена как: 



129 
 

𝜃̇р.к. =
𝑑𝜃р.к.

𝑑𝑡
 

где 𝑑𝜃р.к. = 𝑓пх(𝛿𝑘𝑡) − 𝑓пх(𝛿𝑘𝑡−1), dt = 0.025 с. 

Штрафной компонент по скорости поворота рулевого колеса должен 

количественно выражать превышение заданного порогового значения θ̇р.к.,𝑚𝑎𝑥. 

Возможны различные способы задания подобных компонентов; в настоящей 

работе применен компонент следующего вида: 

𝑙𝑝
р.к.

= ((𝑚𝑎𝑥(0, |𝜃̇р.к.| −  𝜃̇р.к.,𝑚𝑎𝑥))
2
. 

Приведенный критерий принимает значение 0, если на текущем временном 

отсчете нет превышения порогового значения. В противном случае штраф равен 

квадрату превышения порогового значения. 

Аналогичным образом формулируется штрафующий компонент по боковому 

ускорению автомобиля: 

𝑙𝑝
𝑎𝑦
= ((𝑚𝑎𝑥(0, |𝑎𝑦| − 𝑎𝑦𝑚𝑎𝑥))

2
. 

 5.5 Параметры обучения алгоритма 

Разработанный нейросетевой алгоритм был обучен с применением 

динамической модели автомобиля, параметризованной в соответствии с 

характеристиками автомобиля «Лада Веста, которые приведены в таблице 2.1. В 

качестве обучающей выборки был использован набор данных для разработки 

алгоритмов планирования движения с кинематическими ограничениями, 

созданный Познанским Техническим Университетом, [148] и содержащий 134509 

сценариев с различными дорожными ситуациями, разделенными на тестовую и 

обучающую выборки. В качестве вычислителя для разработки и обучения 

алгоритма построения траектории использовался компьютер с установленным 

интерпретатором языка Python и библиотеками OpenCV, Tensorflow, Keras, Pandas, 

NVidia CUDA, с применением которых были реализованы алгоритмы построения 

траектории и обработки  входных данных. 
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5.6 Исследование алгоритма планирования траектории движения 

автомобиля 

Анализ особенностей криволинейного движения автомобиля в различных 

условиях позволяет выделить два режима выполнения поворотов: с малыми 

радиусами и невысокими скоростями – такой режим характеризуется 

маневренностью автомобиля; с относительно большими радиусами и высокими 

скоростями, что характеризуется устойчивостью и управляемостью. [149]. По 

сравнению с традиционным подходом, в котором управляемость и маневренность 

рассматриваются как конструктивные свойства автомобиля, в настоящей работе 

данные понятия расширяются и рассматриваются как свойства системы 

«автомобиль-АСУД» в связи с тем, что алгоритмы АСУД оказывают существенное 

влияние на параметры движения транспортного средства и вносят дополнительные 

ограничения в характер движения, помимо ограничений маневренности и 

управляемости, связанных с конструкцией самого автомобиля. Принимая во 

внимание традиционное понимание свойств маневренности и управляемости, а 

также то, что входными данными для АСУД является информация об окружающем 

пространстве, для системы «автомобиль-АСУД» данные свойства могут быть 

определены следующим образом: 

Маневренность – способность системы осуществлять движение по сложной 

траектории в условиях ограниченного пространства. 

Управляемость – способность системы осуществлять движение по заданной 

траектории с заданной скоростью и соблюдением ограничения на боковое 

ускорение. 

Следует подчеркнуть, что приведенные определения сформулированы 

исключительно для целей данной работы и не претендуют на общность. 

Для исследования управляемости и маневренности системы «автомобиль-

АСУД» при помощи обученного алгоритма построения траектории были 

синтезированы траектории для набора дорожных ситуаций. Маневры в сложной 

дорожной обстановке выполнялись при скоростях движения 10 и 20 км/ч. 

Способность к выполнению таких маневров рассматривается как способность 
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системы «автомобиль-АСУД» решать задачу маневренности, основным критерием 

которой в проведенном исследовании принималось отсутствие столкновений 

автомобиля с окружением. В более простых конфигурациях окружающего 

пространства, где возможно движение со скоростью не менее 40 км/ч, маневры 

рассматривались как тесты системы на управляемость. В этих тестах скорость 

автомобиля увеличивалась вплоть до достижения при маневрировании следующих 

ограничений на скорость поворота рулевого колеса и боковое ускорение: |𝜃̇р.к.| < 

600 °/с, |𝑎𝑦| < 5 
м

с2
. Ограничения были заданы на основе анализа условий 

комфортного для пассажиров (т.е. не экстренного) выполнения маневров.   

Масштаб карты занятого пространства в маневрах при скоростях ниже 

40 км/ч составлял 0.2 метра реального пространства на одну ячейку карты, а при 

скоростях 40 км/ч и выше – 0.4 метра на одну ячейку карты занятого пространства. 

На рисунках 5.8 – 5.11 в качестве примеров приведено по одному маневру на 

каждой из указанных скоростей движения. На рисунках, визуализирующих карту 

занятого пространства, черный цвет обозначает недоступные для движения ячейки 

пространства, а белый – свободные ячейки. Пунктирной линией обозначена 

опорная траектория, построенная нейросетевым алгоритмом, а зеленой линией – 

траектория центра масс автомобиля, полученная при прохождении опорной 

траектории с помощью регулятора. Зеленым прямоугольником обозначено 

положение автомобиля в начале движения, синим – требуемая конечная точка 

маневра, красным – фактическое положение автомобиля при завершении 

прохождения опорной траектории. Для маневра на скорости 40 км/ч имеется запас 

по допустимой величине бокового ускорения, позволивший увеличить скорость его 

выполнения до 50 км/ч, при которой достигается предел по боковому ускорению в 

5 
м

с2
. 
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Рисунок 5.8 – Результаты построения траектории движения автомобиля в заданной дорожной обстановке с помощью 

разработанного нейросетевого алгоритма. Маневр на скорости 10 км/ч 
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Рисунок 5.9 – Результаты построения траектории движения автомобиля в заданной дорожной обстановке с помощью 

разработанного нейросетевого алгоритма. Маневр на скорости 20 км/ч 
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Рисунок 5.10 – Результаты построения траектории движения автомобиля в заданной дорожной обстановке с помощью 

разработанного нейросетевого алгоритма. Маневр на скорости 40 км/ч 
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Рисунок 5.11 – Результаты построения траектории движения автомобиля в заданной дорожной обстановке с помощью 

разработанного нейросетевого алгоритма. Маневр на скорости 50 км/ч (максимальная скорость выполнения) 
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Рисунки демонстрируют успешное планирование и выполнение маневров с 

поддержанием безопансных дистанций между автомобилем и окружающими 

объектами, а также приемелмое качество параметров движения и управления 

автомобиля. Можно отметить, что в случае, показанном на рисунке 5.9, алгоритм 

прекратил движения автомобиля перед препятствием, не позволяющим достичь точки 

назначения. 

Также было проведено сравнительное исследование разработанного 

нейросетевого алгоритма с наиболее распространенными алгоритмами-аналогами, 

описываемыми в работе [150]: RRT* и Hybrid A*, используемыми в программно-

аппаратной платформе Autoware, которая предназначена для разработки АСУД. 

Алгоритмы RRT* и Hybrid A* способны решать задачу построения траектории в 

режиме реального времени, а их вычислительная сложность позволяет обсчитывать 

их на встроенном вычислителе системы технического зрения автомобиля. Основные 

принципы, на которых построены эти алгоритмы, описаны в разделах 1.3.3 и 1.3.4. 

 Сравнительное исследование алгоритмов проводилось в одинаковых условиях 

движения, определяемых скоростью автомобиля и конфигурацией окружающего 

пространства. Задачей каждого из сравниваемых алгоритмов являлось построение 

траектории между заданными начальной и конечной точкам. После того, как 

траектория была сгенерирована алгоритмом, выполнялся вычислительный 

эксперимент, в котором математическая модель автомобиля двигалась по 

построенной траектории под управлением траекторного регулятора Pure Pursuit. По 

результатам экспериментов выполнялась визуализация траектории и дорожного 

окружения, а также выводились основные параметры движения и управления 

автомобиля: 𝜃р.к.,  𝜃̇р.к., 𝑎𝑦 , ω𝑧. 

На рисунках 5.12, 5.13 показаны примеры результатов проведенных 

вычислительных экспериментов с выполнением маневров при скоростях 20 и 40 км/ч. 

Зеленым крестиком обозначено положение автомобиля в начале движения, синим – 

требуемая конечная точка маневра, красным прямоугольником – фактическое 

положение автомобиля при завершении прохождения опорной траектории. 
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Рисунок 5.12 – Результаты построения траектории движения автомобиля в заданной дорожной обстановке  

а – разработанным нейросетевым алгоритмом, б – алгоритмом Hybrid A*, в – алгоритмом RRT*.  

Скорость движения автомобиля 20 км/ч. 
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Рисунок 5.13 – Результаты построения траектории движения автомобиля в заданной дорожной обстановке  

а – разработанным нейросетевым алгоритмом, б – алгоритмом Hybrid A*, в – алгоритмом RRT*.  

Скорость движения автомобиля 40 км/ч. 
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Как видно из приведенных визуализаций траекторий и графиков параметров 

движения, синтезированный в работе нейросетевой алгоритм позволяет строить 

траектории, отличающиеся от результатов алгоритмов-аналогов меньшими 

амплитудами параметров движения и управляющих воздействий, а также отсутствием 

резких их изменений. В частности, траектория, построенная алгоритмом RRT*, в 

обоих приведенных случаях требует вращения рулевого колеса со скоростями, 

превышающими 1200 °/с – в момент времени 3.6 с в маневре на 40 км/ч и в момент 

времени 3.7 с в маневре на 20 км/ч. Траектория, построенная алгоритмом Hybrid A* 

для маневра на скорости 20 км/ч, также требует интенсивного вращения рулевого 

колеса: со скоростью около 1000 °/с в момент времени 0.25 с и со скоростью более 

1400 °/с в момент времени 4.1 с.  В обозначенные моменты времени также 

достигаются высокие боковые ускорения – вплоть до 8 м/с2, что не позволяет 

говорить о комфортности выполнения маенвров. Также следует отметить, что 

исходные траектории, построенные алгоритмами-аналогами, особенно RRT*, имеют 

характер ломаных линий, что делает их непригодными для движения автомобиля без 

дополнительной фильтрации. Эта фильтрация была введена посредством уменьшения 

коэффициента усиления регулятора Pure Pursuit, что дало эффект сглаживания, 

хорошо различимый на рисунках. Напротив, благодаря учету в разработанном 

нейросетевом алгоритме динамических свойств автомобиля и ограничений на его 

параметры движения и управления, генерируемые им результаты являются более 

реалистичными с точки зрения физической достижимости и не требуют 

дополнительной обработки. 

В таблице 5.1 представлены максимальные значения бокового ускорения 

𝑎𝑦,𝑚𝑎𝑥, скорости рысканья автомобиля 𝜔𝑧,𝑚𝑎𝑥, угла поворота рулевого колеса 𝛿РК,𝑚𝑎𝑥 

и скорости поворота рулевого колеса 𝑑𝛿РК,𝑚𝑎𝑥/𝑑𝑡, полученные при прохождении 

построенных алгоритмами траекторий. 
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Таблица 5.1 – Амплитудные значения параметров движения автомобиля при 

прохождении траекторий, сгенерированных сравниваемыми алгоритмами 

Параметр Разработанный 

алгоритм 

Алгоритм RRT Алгоритм Hybrid A* 

𝑎𝑦,𝑚𝑎𝑥, м/с2 4.9…5.5 5.5…8 6.7…8 

𝜔𝑧,𝑚𝑎𝑥, о/с 32.3…46.7 49.8…65.6 37.1…64.6 

𝛿РК,𝑚𝑎𝑥, о 148…378 293…407 157…536 

𝑑𝛿РК,𝑚𝑎𝑥/𝑑𝑡, 
о/с 203…659 1155…1648 585…1362 

 

В таблице 5.2 представлены процентные соотношения между значениями 

параметров движения и управления автомобилем, полученными в результате работы 

алгоритмов RRT* и Hybrid A*, и соответствующими параметрами, полученными при 

использовании разработанного нейросетевого алгоритма. Значения ∆𝑅𝑅𝑇 и ∆𝐻𝑦𝑏𝑟𝑖𝑑 𝐴 , 

превышающие 100%, означают лучшее качество работы разработанного алгоритма по 

сравнению с алгоритмами-аналогами. В таблице 5.3 приведены линейные отклонения 

𝜀𝐷 финальной точки движения от пункта назначения, полученные в результате 

«проездов» модели автомобиля с регулятором Pure Pursuit по опорным траекториям, 

сгенерированным сравниваемыми алгоритмами. 

Таблица 5.2 – Амплитудные значения параметров движения автомобиля, 

реализованные алгоритмами-аналогами, в процентах от значений, реализованных 

разработанным алгоритмом 

Параметр ∆Hybrid A, % ∆RRT, % 

𝑎𝑦,𝑚𝑎𝑥, м/с2 123…164 113…146 

𝜔𝑧,𝑚𝑎𝑥, о/с 115…138 107…203 

𝛿РК,𝑚𝑎𝑥, о 106…142 108…197 

𝑑𝛿РК,𝑚𝑎𝑥/𝑑𝑡, 
о/с 207…287 175…810 
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Таблица 5.3 – Оценка точности достижения алгоритмами пункта назначения 

Параметр Разработанный 

алгоритм 

Алгоритм 

RRT, м 

Алгоритм 

Hybrid A*, м 

εD, м  0.24…0.98  0.45…1.18  0.19…0.42 

 

Как видно из приведенных таблиц, разработанный алгоритм при аналогичной 

точности приведения автомобиля в точку назначения позволяет строить траектории, 

обеспечивающие при их прохождении значительно меньшие значения амплитудных 

параметров движения автомобиля. 

Для исследования способности алгоритма производить планирование 

траектории в условиях динамического окружения алгоритм был протестирован на 

маневрах с присутствующими подвижными объектами. Скорость автомобиля в этих 

маневрах составляла 20 км/ч, а скорость подвижного объекта в окружении – 12 км/ч. 

Два маневра представляют собой уход от лобового столкновения со встречным 

автомобилем, один маневр отражает ситуацию с уходом от касательного 

столкновения с объектом произвольной формы.  

На рисунках 5.14 – 5.16 приведены кадры визуализации маневров при их 

разворачивании во времени. Синий крест обозначает точку начала движения, синий 

прямоугольник обозначает положение автомобиля в пространстве, зеленый крест 

обозначает точку назначения маневра. По условию исследования безопасность 

достижения точки назначения не гарантируется. 

 Из приведенных рисунков видно, что алгоритм успешно выполняет задачу 

построения траектории в условиях динамического окружения, производя построение 

траектории, позволяющей избежать столкновения как со статичными объектами 

окружения, так и с динамическими объектами, движение которых препятствует 

достижению управляемым автомобилем точки назначения.  
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Рисунок 5.14 – Результаты построения траектории движения автомобиля в меняющейся дорожной обстановке.  

Маневр уклонения от столкновения с движущимся объектом.  

Скорость автомобиля – 20 км/ч, скорость подвижного объекта – 12 км/ч.
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Рисунок 5.15 – Результаты построения траектории движения автомобиля в меняющейся дорожной обстановке. 

Маневр уклонения от лобового столкновения №1. Скорость автомобиля – 20 км/ч,  

скорость подвижного объекта – 12 км/ч. 

 

Рисунок 5.16 – Результаты построения траектории движения автомобиля в меняющейся дорожной обстановке. 

Маневр уклонения от лобового столкновения №2. Скорость автомобиля – 20 км/ч,  

скорость подвижного объекта – 12 км/ч. 
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 5.7 Выводы 

1. Синтезирован и реализован алгоритм, позволяющий производить построение 

траектории движения автомобиля с учетом дорожной обстановки и динамических 

характеристик транспортного средства, учитываемых алгоритмом с помощью 

математической модели, используемой в его обучении. Алгоритм предназначен для 

работы в пространствах, содержащих как статические, так и динамические 

препятствия, а также учитывает ограничения, налагаемые на параметры движения и 

управления автомобилем, в частности на скорость вращения рулевого колеса и 

боковое ускорение. 

2. Проведенное исследование показало, что в сравнении с известными 

алгоритмами-аналогами применение разработанного алгоритма позволяет 

существенно улучшить значения параметров движения и управления автомобиля, 

делая управление физически реализуемым и комфортным. Максимальные значения 

снижаются в среднем для бокового ускорения на 27%, для скорости рыскания 

автомобиля на 29%, для угла поворота рулевого колеса на 28%, для скорости 

вращения рулевого колеса на 73%. 

3. Проведенное исследование синтезированного алгоритма построения 

траектории показало, что алгоритм способен адекватно строить безопасные 

траектории при разных скоростях движения автомобиля, в разных масштабах 

окружающего пространства и в условиях наличия в дорожном окружении как 

статических, так и подвижных объектов. 
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ОСНОВНЫЕ РЕЗУЛЬТАТЫ И ВЫВОДЫ ПО РАБОТЕ 

1. Проведенный анализ исследований в предметной области позволил выявить 

ключевые недостатки известных алгоритмов, составляющих основу АСУД. Для 

устранения выявленных недостатков и создания усовершенствованных алгоритмов 

АСУД была выработана концепция, сочетающая использование методов теории 

ВАДС и теории анализа данных посредством нейросетевых алгоритмов. 

2. Синтезирован нейросетевой алгоритм АСУД, позволяющий планировать 

траекторию движения автомобиля с учетом конфигурации проходимого 

пространства, динамических свойств автомобиля и ограничений, налагаемых на 

параметры его движения и управления. Проведенное исследование показало, что 

алгоритм способен адекватно строить безопасные траектории движения автомобиля 

при разных скоростях выполнения маневров до 50 км/ч, в разных масштабах 

представления окружающего пространства при наличии в нем как статических 

препятствий, так и подвижных объектов. В сравнении с известными решениями 

применение алгоритма позволяет существенно улучшить значения параметров 

движения и управления автомобиля, делая управление физически реализуемым и 

комфортным. Максимальные значения снижаются в среднем для бокового ускорения 

на 27%, для скорости рыскания автомобиля на 29%, для угла поворота рулевого колеса 

на 28%, для скорости вращения рулевого колеса на 73%. 

3. Для обучения алгоритма планирования траектории разработаны 

математическая модель динамики автомобиля и модель водителя в виде траекторного 

регулятора Pure Pursuit. Оценка адекватности и точности моделей была выполнена с 

помощью экспериментальных данных, полученных в результате дорожных 

испытаний автомобиля. Полученные в результате сравнения вычислительных и 

физических экспериментов величины погрешностей расчета основных параметров 

движения автомобиля в среднем составили: СКО 𝜔𝑧 ≈ 4%, СКО 𝑎𝑦  ≈ 19,5%, ∆сред.≈ 

0,06…0.15 м, ∆макс.≈ 0.09…0.38 м, что позволило сделать вывод о приемлемой 
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адекватности и точности разработанных моделей и возможности их применения в 

задачах разработки и обучения алгоритма построения траектории. 

4. Разработан нейросетевой алгоритм автомобильного технического зрения для 

идентификации и классификации участников дорожного движения, а также оценки их 

параметров. Исследование показало, что метрика качества mAP разработанного 

алгоритма составляет 70.3%, что соответствует уровню лучших известных 

алгоритмов-детекторов. Погрешности идентификации параметров объектов 

составили 0.5% для ширины объекта, 1.7% для длины. Ошибка идентификации 

положения объекта в реальном пространстве составляет 9% для расстояния до объекта 

и 6% для угла ориентации объекта, что лучше, чем у рассмотренных аналогов на 18% 

и 38% соответственно. Быстродействие алгоритма на 82% превышает данный 

показатель программного комплекса, способного выполнять аналогичный набор 

функций. Применение разработанного алгоритма позволит повысить точность оценки 

параметров участников дорожного движения и снизить вычислительную и 

архитектурную сложность программной части системы технического зрения. 

5. Синтезирован алгоритм анализа дорожной обстановки средствами 

компьютерного зрения с распознаванием проходимого пространства. Предложены 

оригинальные функции обучения алгоритма, в которых предусмотрена возможность 

введения штрафов за ложноположительные и оценки проходимого пространства. 

Обучение с использованием разработанных целевых функций показало свою 

эффективность в снижении количества ложноположительных ошибок распознавания 

как на обучающей, так и на тестовой выборках. Результаты экспериментов на тестовой 

выборке продемонстрировали снижение ложноположительных оценок в среднем на 

21% при использовании функции WSDF и на 19% при использовании функции 

SDF+FPR. Как количественные, так и качественные результаты исследования 

показывают, что предложенный подход к обучению нейронных сетей может 

существенно повысить адекватность работы систем технического зрения, тем самым 

обеспечивая безопасность автоматического движения автотранспортных средств. 
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ПРИЛОЖЕНИЕ А. ПРОГРАММНАЯ РЕАЛИЗАЦИЯ НЕЙРОСЕТЕВОГО 

АЛГОРИТМА ИДЕНТИФИКАЦИИ УЧАСТНИКОВ ДОРОЖНОГО 

ДВИЖЕНИЯ И ИХ ПАРАМЕТРОВ  

Приложение содержит листинг программы для построения архитектуры 

нейронной сети для идентификации объектов интереса, построения истинных и 

предсказанных якорных рамок и аугментации изображений обучающего набора 

данных. Язык программирования – Python. 

def ident_model(b_train=True, f_train=True): ):# определение архитектуры 

нейронной сети 

    def conv_norm_leaky_pool(inp, num, filters=32, kernel=(3, 3), 

max_pool=False, trainable=True):# определение структурного блока нейронной 

сети 

        out = Conv2D(filters, kernel, strides=(1, 1), padding='same', 

name='conv_{}'.format(num), 

                     use_bias=False, trainable=trainable)(inp) 

        out = BatchNormalization(name='norm_{}'.format(num), 

trainable=trainable)(out) 

        out = LeakyReLU(alpha=0.1)(out) 

        if max_pool: 

            out = MaxPooling2D(pool_size=(2, 2))(out) 

        return out 

 

    input_image = Input(shape=(image_h, image_w, 3)) # разрешение входных 

данных 

    x = conv_norm_leaky_pool(inp=input_image, num="1", filters=32, kernel=(3, 

3), max_pool=True, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="2", filters=64, kernel=(3, 3), 

max_pool=True, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="3", filters=128, kernel=(3, 3), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="4", filters=64, kernel=(1, 1), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="5", filters=128, kernel=(3, 3), 

max_pool=True, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="6", filters=256, kernel=(3, 3), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="7", filters=128, kernel=(1, 1), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="8", filters=256, kernel=(3, 3), 

max_pool=True, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="9", filters=512, kernel=(3, 3), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="10", filters=256, kernel=(1, 1), 

max_pool=False, trainable=b_train) 
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    x = conv_norm_leaky_pool(inp=x, num="11", filters=512, kernel=(3, 3), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="12", filters=256, kernel=(1, 1), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="13", filters=512, kernel=(3, 3), 

max_pool=False, trainable=b_train) 

    skip_connection = x 

    x = MaxPooling2D(pool_size=(2, 2))(x) 

    x = conv_norm_leaky_pool(inp=x, num="14", filters=1024, kernel=(3, 3), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="15", filters=512, kernel=(1, 1), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="16", filters=1024, kernel=(3, 3), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="17", filters=512, kernel=(1, 1), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="18", filters=1024, kernel=(3, 3), 

max_pool=False, trainable=b_train) 

    x = conv_norm_leaky_pool(inp=x, num="19", filters=1024, kernel=(3, 3), 

max_pool=False, trainable=f_train) 

    x = conv_norm_leaky_pool(inp=x, num="20", filters=1024, kernel=(3, 3), 

max_pool=False, trainable=f_train) 

    skip_connection = conv_norm_leaky_pool(inp=skip_connection, num="21", 

filters=64, kernel=(1, 1), 

                                           max_pool=False, trainable=f_train) 

 

    skip_connection = Lambda(space_to_depth_x2)(skip_connection) 

 

    x = concatenate([skip_connection, x]) 

    x = conv_norm_leaky_pool(inp=x, num="22", filters=1024, kernel=(3, 3), 

max_pool=False, trainable=f_train) 

    x = Conv2D(anchors * (4 + 1 + classes), (1, 1), strides=(1, 1), 

padding='same', name='conv_23', trainable=f_train)(x) 

    output = Reshape((out_h, out_w, anchors, 4 + 1 + classes))(x) 

    model = Model(input_image, output) 

    return model 

 

 

class BoundBox: # класс якорной рамки 

    def __init__(self, x, y, w, h, c=None, classes=None): 

        self.x = x 

        self.y = y 

        self.w = w 

        self.h = h 

 

        self.c = c 

        self.classes = classes 

 

        self.label = -1 

        self.score = -1 
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    def get_label(self): 

        if self.label == -1: 

            self.label = np.argmax(self.classes) 

 

        return self.label 

 

    def get_score(self): 

        if self.score == -1: 

            self.score = self.classes[self.get_label()] 

 

        return self.score 

 

 

def normalize(image): # нормализация изображения 

    image = image / 255. 

 

    return image 

 

 

def bbox_iou(box1, box2): # Вычисление IoU 

    x1_min = box1.x - box1.w / 2 

    x1_max = box1.x + box1.w / 2 

    y1_min = box1.y - box1.h / 2 

    y1_max = box1.y + box1.h / 2 

 

    x2_min = box2.x - box2.w / 2 

    x2_max = box2.x + box2.w / 2 

    y2_min = box2.y - box2.h / 2 

    y2_max = box2.y + box2.h / 2 

 

    intersect_w = interval_overlap([x1_min, x1_max], [x2_min, x2_max]) 

    intersect_h = interval_overlap([y1_min, y1_max], [y2_min, y2_max]) 

 

    intersect = intersect_w * intersect_h 

 

    union = box1.w * box1.h + box2.w * box2.h - intersect 

 

    return float(intersect) / union 

 

 

def interval_overlap(interval_a, interval_b): 

    x1, x2 = interval_a 

    x3, x4 = interval_b 

 

    if x3 < x1: 

        if x4 < x1: 

            return 0 

        else: 

            return min(x2, x4) - x1 
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    else: 

        if x2 < x3: 

            return 0 

        else: 

            return min(x2, x4) - x3 

 

 

def draw_boxes(image, boxes, labels): # отрисовка якорных рамок 

    for box in boxes: 

        xmin = int((box.x - box.w / 2) * image.shape[1]) 

        xmax = int((box.x + box.w / 2) * image.shape[1]) 

        ymin = int((box.y - box.h / 2) * image.shape[0]) 

        ymax = int((box.y + box.h / 2) * image.shape[0]) 

 

        cv2.rectangle(image, (xmin, ymin), (xmax, ymax), (0, 255, 0), 3) 

        cv2.putText(image, 

                    labels[box.get_label()] + ' ' + str(box.get_score()), 

                    (xmin, ymin - 13), 

                    cv2.FONT_HERSHEY_SIMPLEX, 

                    1e-3 * image.shape[0], 

                    (0, 255, 0), 2) 

    return image 

 

def decode_network_output(network_output, obj_threshold, nms_threshold, 

anchors, nb_class): # функция расшифровки выхода нейронной сети 

    grid_h, grid_w, nb_box = network_output.shape[:3] 

    boxes = [] 

    network_output[..., 4] = sigmoid(network_output[..., 4]) 

    network_output[..., 5:] = network_output[..., 4][..., np.newaxis] * 

softmax(network_output[..., 5:]) 

    network_output[..., 5:] *= network_output[..., 5:] > obj_threshold 

    for row in range(grid_h): 

        for col in range(grid_w): 

            for b in range(nb_box): 

                classes = network_output[row, col, b, 5:] 

 

                if classes.any(): 

                    # first 4 elements are x, y, w, and h 

                    x, y, w, h = network_output[row, col, b, :4] 

                    x = (col + sigmoid(x)) / grid_w  # center position, unit: 

image width 

                    y = (row + sigmoid(y)) / grid_h  # center position, unit: 

image height 

                    w = anchors[2 * b + 0] * np.exp(w) / grid_w  # unit: 

image width 

                    h = anchors[2 * b + 1] * np.exp(h) / grid_h  # unit: 

image height 

                    confidence = network_output[row, col, b, 4] 

                    box = BoundBox(x, y, w, h, confidence, classes) 

                    boxes.append(box) 
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    # подавление не максимальных обнаружений 

    for c in range(nb_class): 

        sorted_indices = list(reversed(np.argsort([box.classes[c] for box in 

boxes]))) 

 

        for i in range(len(sorted_indices)): 

            index_i = sorted_indices[i] 

 

            if boxes[index_i].classes[c] == 0: 

                continue 

            else: 

                for j in range(i + 1, len(sorted_indices)): 

                    index_j = sorted_indices[j] 

                    if bbox_iou(boxes[index_i], boxes[index_j]) >= 

nms_threshold: 

                        boxes[index_j].classes[c] = 0 

 

    # удаление рамок со значением IoU ниже поргового 

    boxes = [box for box in boxes if box.get_score() > obj_threshold] 

 

    return boxes 

 

def sigmoid(x): # определение функции «сигмоида» 

    return 1. / (1. + np.exp(-x)) 

 

def softmax(x, axis=-1, t=-100.): # определение функции «softmax» 

    x = x - np.max(x) 

 

    if np.min(x) < t: 

        x = x / np.min(x) * t 

    e_x = np.exp(x) 

 

    return e_x / e_x.sum(axis, keepdims=True) 

 

def parse_annotation(ann_dir, img_dir, labels=[]):#функция для парсинга файла 

аннотаций 

    all_imgs = [] 

    seen_labels = {} 

 

    for ann in sorted(os.listdir(ann_dir)): 

        img = {'object': []} 

 

        tree = ET.parse(ann_dir + ann) 

 

        for elem in tree.iter(): 

            if 'filename' in elem.tag: 

                img['filename'] = img_dir + elem.text 

            if 'width' in elem.tag: 

                img['width'] = int(elem.text) 
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            if 'height' in elem.tag: 

                img['height'] = int(elem.text) 

            if 'object' in elem.tag or 'part' in elem.tag: 

                obj = {} 

 

                for attr in list(elem): 

                    if 'name' in attr.tag: 

                        obj['name'] = attr.text 

 

                        if obj['name'] in seen_labels: 

                            seen_labels[obj['name']] += 1 

                        else: 

                            seen_labels[obj['name']] = 1 

 

                        if len(labels) > 0 and obj['name'] not in labels: 

                            break 

                        else: 

                            img['object'] += [obj] 

 

                    if 'bndbox' in attr.tag: 

                        for dim in list(attr): 

                            if 'xmin' in dim.tag: 

                                obj['xmin'] = int(round(float(dim.text))) 

                            if 'ymin' in dim.tag: 

                                obj['ymin'] = int(round(float(dim.text))) 

                            if 'xmax' in dim.tag: 

                                obj['xmax'] = int(round(float(dim.text))) 

                            if 'ymax' in dim.tag: 

                                obj['ymax'] = int(round(float(dim.text))) 

 

        if len(img['object']) > 0: 

            all_imgs += [img] 

 

    return all_imgs, seen_labels 

 

 

class BatchGenerator(Sequence): # Класс для генерации обучающих мини-пакетов 

    def __init__(self, images, 

                 config, 

                 shuffle=True, 

                 jitter=True, 

                 norm=None): 

        self.generator = None 

 

        self.images = images 

        self.config = config 

 

        self.shuffle = shuffle 

        self.jitter = jitter 

        self.norm = norm 
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        self.anchors = [BoundBox(0, 0, config['ANCHORS'][2 * i], 

config['ANCHORS'][2 * i + 1]) for i in 

                        range(int(len(config['ANCHORS']) // 2))] 

 

        self.aug_pipe = iaa.Sequential( 

            [ 

                # Аугментация изображений 

                iaa.SomeOf((0, 5), 

                           [ 

                               iaa.OneOf([ 

                                   iaa.GaussianBlur((0, 3.0)),  #применение 

Гауссова размытия к изображению 

                                   iaa.AverageBlur(k=(2, 7)), 

                                   #применение размытия средним 

                                   iaa.MedianBlur(k=(3, 11)), 

                                   #применение размытия медианным средним                               

]), 

                               iaa.Sharpen(alpha=(0, 1.0), lightness=(0.75, 

1.5)),  #повышение резкости 

                               iaa.AdditiveGaussianNoise(loc=0, scale=(0.0, 

0.05 * 255), per_channel=0.5), 

                               iaa.OneOf([ 

                                   iaa.Dropout((0.01, 0.1), per_channel=0.5),  

#удаление случайным образом до 10% пикселей изображения                               

]), 

                               # iaa.Invert(0.05, per_channel=True), # 

инвертирование каналов изображения 

                               iaa.Add((-10, 10), per_channel=0.5), 

                               iaa.Multiply((0.5, 1.5), per_channel=0.5), 

 

                               iaa.ContrastNormalization((0.5, 2.0), 

per_channel=0.5),  # улучшение или ухудшение контраста изображения 

 

                           ], 

                           random_order=True 

                           ) 

            ], 

            random_order=True 

        ) 

 

        if shuffle: np.random.shuffle(self.images) 

 

    def __len__(self): 

        return int(np.ceil(float(len(self.images)) / 

self.config['BATCH_SIZE'])) 

 

    def __getitem__(self, idx): 

        l_bound = idx * self.config['BATCH_SIZE'] 

        r_bound = (idx + 1) * self.config['BATCH_SIZE'] 
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        if r_bound > len(self.images): 

            r_bound = len(self.images) 

            l_bound = r_bound - self.config['BATCH_SIZE'] 

 

        instance_count = 0 

 

        x_batch = np.zeros((r_bound - l_bound, self.config[‘image_height’], 

self.config[‘image_width’], 3))   

        b_batch = np.zeros((r_bound - l_bound, 1, 1, 1, 

self.config[‘buffer_size’], 

                            4))  # list of 

self.config['TRUE_self.config['BOX']_BUFFER'] GT boxes 

        y_batch = np.zeros((r_bound - l_bound, self.config[‘grid_height’], 

self.config[‘grid_width’], self.config['BOX'], 

                            4 + 1 + self.config['CLASS']))   

        for train_instance in self.images[l_bound:r_bound]: 

                        img, all_objs = self.aug_image(train_instance, 

jitter=self.jitter) 

 

            # построение объекта рамки из значений x, y, w, h 

            true_box_index = 0 

 

            for obj in all_objs: 

                if obj['xmax'] > obj['xmin'] and obj['ymax'] > obj['ymin'] 

and obj['name'] in self.config['LABELS']: 

                    center_x = .5 * (obj['xmin'] + obj['xmax']) 

                    center_x = center_x / (float(self.config[‘image_width’]) 

/ self.config[‘grid_width’]) 

                    center_y = .5 * (obj['ymin'] + obj['ymax']) 

                    center_y = center_y / (float(self.config[‘image_height’]) 

/ self.config[‘grid_height’]) 

 

                    grid_x = int(np.floor(center_x)) 

                    grid_y = int(np.floor(center_y)) 

 

                    if grid_x < self.config[‘grid_width’] and grid_y < 

self.config[‘grid_height’]: 

                        obj_indx = self.config['LABELS'].index(obj['name']) 

 

                        center_w = (obj['xmax'] - obj['xmin']) / ( 

                        float(self.config[‘image_width’]) / 

self.config[‘grid_width’])  # unit: grid cell 

                        center_h = (obj['ymax'] - obj['ymin']) / ( 

                        float(self.config[‘image_height’]) / 

self.config[‘grid_height’])  # unit: grid cell 

                        box = [center_x, center_y, center_w, center_h] 

                        # поиск якорной рамки, лучшим образом описывающего 

рамку предсказания 

                        best_anchor = -1 
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                        max_iou = -1 

 

                        shifted_box = BoundBox(0, 

                                               0, 

                                               center_w, 

                                               center_h) 

 

                        for i in range(len(self.anchors)): 

                            anchor = self.anchors[i] 

                            iou = bbox_iou(shifted_box, anchor) 

 

                            if max_iou < iou: 

                                best_anchor = i 

                                max_iou = iou 

 

                        y_batch[instance_count, grid_y, grid_x, best_anchor, 

0:4] = box 

                        y_batch[instance_count, grid_y, grid_x, best_anchor, 

4] = 1. 

                        y_batch[instance_count, grid_y, grid_x, best_anchor, 

5 + obj_indx] = 1 

 

                        b_batch[instance_count, 0, 0, 0, true_box_index] = 

box 

 

                        true_box_index += 1 

                        true_box_index = true_box_index % 

self.config[‘buffer_size’] 

 

            if self.norm != None: 

                x_batch[instance_count] = self.norm(img) 

            else: 

                for obj in all_objs: 

                    if obj['xmax'] > obj['xmin'] and obj['ymax'] > 

obj['ymin']: 

                        cv2.rectangle(img[:, :, ::-1], (obj['xmin'], 

obj['ymin']), (obj['xmax'], obj['ymax']), 

                                      (255, 0, 0), 3) 

                        cv2.putText(img[:, :, ::-1], obj['name'], 

                                    (obj['xmin'] + 2, obj['ymin'] + 12), 

                                    0, 1.2e-3 * img.shape[0], 

                                    (0, 255, 0), 2) 

 

                x_batch[instance_count] = img 

 

            instance_count += 1 

        return [x_batch, b_batch], y_batch 

 

    def on_epoch_end(self): 

        if self.shuffle: 
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            np.random.shuffle(self.images) 

 

    def aug_image(self, train_instance, jitter): 

        image_name = train_instance['filename'] 

        image = cv2.imread(image_name) 

        if image is None: 

            print('Cannot find {}'.format(image_name)) 

 

        h, w, c = image.shape 

        all_objs = copy.deepcopy(train_instance['object']) 

 

        if jitter: 

            scale = np.random.uniform() / 10. + 1. 

            image = cv2.resize(image, (0, 0), fx=scale, fy=scale) 

 

            max_offx = (scale - 1.) * w 

            max_offy = (scale - 1.) * h 

            offx = int(np.random.uniform() * max_offx) 

            offy = int(np.random.uniform() * max_offy) 

 

            image = image[offy: (offy + h), offx: (offx + w)] 

            flip = np.random.binomial(1, .5) 

            if flip > 0.5: 

                image = cv2.flip(image, 1) 

            image = self.aug_pipe.augment_image(image) 

        image = cv2.resize(image, (self.config[‘image_height’], 

self.config[‘image_width’])) 

        image = image[:, :, ::-1] 

        for obj in all_objs: 

            for attr in ['xmin', 'xmax']: 

                if jitter: obj[attr] = int(obj[attr] * scale - offx) 

 

                obj[attr] = int(obj[attr] * float(self.config[‘image_width’]) 

/ w) 

                obj[attr] = max(min(obj[attr], self.config[‘image_width’]), 

0) 

 

            for attr in ['ymin', 'ymax']: 

                if jitter: obj[attr] = int(obj[attr] * scale - offy) 

 

                obj[attr] = int(obj[attr] * 

float(self.config[‘image_height’]) / h) 

                obj[attr] = max(min(obj[attr], self.config[‘image_height’]), 

0) 

            if jitter and flip > 0.5: 

                xmin = obj['xmin'] 

                obj['xmin'] = self.config[‘image_width’] - obj['xmax'] 

                obj['xmax'] = self.config[‘image_width’] - xmin 

 

        return image, all_objs  
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ПРИЛОЖЕНИЕ Б. ПРОГРАММНАЯ РЕАЛИЗАЦИЯ НЕЙРОСЕТЕВОГО 

АЛГОРИТМА ДЛЯ ИДЕНТИФИКАЦИИ ПРОХОДИМОГО 

ПРОСТРАНСТВА  

Приложение содержит листинг программы для построения архитектуры 

нейронной сети для идентификации проходимого пространства, подготовки 

обучающей выборки, построения истинных пиксельных масок из обучающей 

выборки и аугментации изображений.  Язык программирования – Python. 

#Определение архитектуры сети для идентификации проходимого пространства 

class segmentation_model: 

#Определение начального блока предобработки 

    def initial_block(self, inp): 

        inp1 = inp 

        conv = Conv2D(filters=13, kernel_size=3, strides=2, padding='same', 

kernel_initializer='he_normal')(inp) 

        pool = MaxPool2D(2)(inp1) 

        concat = concatenate([conv, pool]) 

        return concat 

#Определение блоков Bottleneck 

    def e_bottleneck(self, inp, filters, name, dilation_rate=2, 

downsample=False, dilated=False, asymmetric=False, 

                           drop_rate=0.1): 

        reduce = filters // 4 

        down = inp 

        kernel_stride = 1 

 

        if downsample: 

            kernel_stride = 2 

            pad_activations = filters - inp.shape.as_list()[-1] 

            down = MaxPool2D(2)(down) 

            down = Permute(dims=(1, 3, 2))(down) 

            down = ZeroPadding2D(padding=((0, 0), (0, 

pad_activations)))(down) 

            down = Permute(dims=(1, 3, 2))(down) 

 

        x = Conv2D(filters=reduce, kernel_size=kernel_stride, 

strides=kernel_stride, padding='same', use_bias=False, 

                   kernel_initializer='he_normal', 

name=f'{name}_reduce')(inp) 

        x = BatchNormalization(momentum=0.1)(x) 

        x = PReLU(shared_axes=[1, 2])(x) 

 

        if not dilated and not asymmetric: 

            x = Conv2D(filters=reduce, kernel_size=3, padding='same', 

kernel_initializer='he_normal', 

                       name=f'{name}_conv_reg')(x) 
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        elif dilated: 

            x = Conv2D(filters=reduce, kernel_size=3, padding='same', 

dilation_rate=dilation_rate, 

                       kernel_initializer='he_normal', 

name=f'{name}_reduce_dilated')(x) 

        elif asymmetric: 

            x = Conv2D(filters=reduce, kernel_size=(1, 5), padding='same', 

use_bias=False, 

                       kernel_initializer='he_normal', 

name=f'{name}_asymmetric')(x) 

            x = Conv2D(filters=reduce, kernel_size=(5, 1), padding='same', 

kernel_initializer='he_normal', name=name)(x) 

        x = BatchNormalization(momentum=0.1)(x) 

        x = PReLU(shared_axes=[1, 2])(x) 

 

        x = Conv2D(filters=filters, kernel_size=1, padding='same', 

use_bias=False, kernel_initializer='he_normal', 

                   name=f'{name}_expand')(x) 

        x = BatchNormalization(momentum=0.1)(x) 

        x = SpatialDropout2D(rate=drop_rate)(x) 

 

        concat = Add()([x, down]) 

        concat = PReLU(shared_axes=[1, 2])(concat) 

        return concat 

 

    def d_bottleneck(self, inp, filters, name, upsample=False): 

        reduce = filters // 4 

        up = inp 

 

        if upsample: 

            up = Conv2D(filters=filters, kernel_size=1, strides=1, 

padding='same', use_bias=False, 

                        kernel_initializer='he_normal', 

name=f'{name}_upsample')(up) 

            up = UpSampling2D(size=2)(up) 

 

        x = Conv2D(filters=reduce, kernel_size=1, strides=1, padding='same', 

use_bias=False, 

                   kernel_initializer='he_normal', 

name=f'{name}_reduce')(inp) 

        x = BatchNormalization(momentum=0.1)(x) 

        x = PReLU(shared_axes=[1, 2])(x) 

 

        if not upsample: 

            x = Conv2D(filters=reduce, kernel_size=3, strides=1, 

padding='same', kernel_initializer='he_normal', 

                       name=f'{name}_conv_reg')(x) 

        else: 

            x = Conv2DTranspose(filters=reduce, kernel_size=3, strides=2, 

padding='same', 
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                                kernel_initializer='he_normal', 

name=f'{name}_transpose')(x) 

        x = BatchNormalization(momentum=0.1)(x) 

        x = PReLU(shared_axes=[1, 2])(x) 

 

        x = Conv2D(filters=filters, kernel_size=1, strides=1, padding='same', 

use_bias=False, 

                   kernel_initializer='he_normal', name=f'{name}_expand')(x) 

        x = BatchNormalization(momentum=0.1)(x) 

 

        concat = Add()([x, up]) 

        concat = LeakyReLU(alpha=0)(concat) 

 

        return concat 

 

    def __init__(self, model_name, inp_height=256, inp_width=256, 

nclasses=1): 

        self.model_name = model_name 

        inp = Input(shape=(inp_height, inp_width, 3)) 

        enc = self.initial_block(inp) 

        enc = self.e_bottleneck(enc, 64, name=f'{model_name}_enc1', 

downsample=True, drop_rate=0.001) 

 

        enc = self.e_bottleneck(enc, 64, name=f'{model_name}_enc1.1', 

drop_rate=0.001) 

        enc = self.e_bottleneck(enc, 64, name=f'{model_name}_enc1.2', 

drop_rate=0.001) 

        enc = self.e_bottleneck(enc, 64, name=f'{model_name}_enc1.3', 

drop_rate=0.001) 

        enc = self.e_bottleneck(enc, 64, name=f'{model_name}_enc1.4', 

drop_rate=0.001) 

 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.0', 

downsample=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.1') 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.2', 

dilation_rate=2, dilated=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.3', 

asymmetric=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.4', 

dilation_rate=4, dilated=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.5') 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.6', 

dilation_rate=8, dilated=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.7', 

asymmetric=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc2.8', 

dilation_rate=16, dilated=True) 

 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc3.0') 
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        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc3.1', 

dilation_rate=2, dilated=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc3.2', 

asymmetric=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc3.3', 

dilation_rate=4, dilated=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc3.4') 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc3.5', 

dilation_rate=8, dilated=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc3.6', 

asymmetric=True) 

        enc = self.e_bottleneck(enc, 128, name=f'{model_name}_enc3.7', 

dilation_rate=16, dilated=True) 

 

        dec = self.d_bottleneck(enc, 64, name=f'{model_name}_dec4.0', 

upsample=True) 

        dec = self.d_bottleneck(dec, 64, name=f'{model_name}_dec4.1') 

        dec = self.d_bottleneck(dec, 64, name=f'{model_name}_dec4.2') 

 

        dec = self.d_bottleneck(dec, 16, name=f'{model_name}_dec5.0', 

upsample=True) 

        dec = self.d_bottleneck(dec, 16, name=f'{model_name}_dec5.1') 

 

        dec = Conv2DTranspose(filters=nclasses, kernel_size=2, strides=2, 

padding='same', 

                              kernel_initializer='he_normal', 

name=f'{model_name}_fullconv')(dec) 

        if nclasses > 1: 

            dec = Activation('softmax',name=f'{model_name}_activation')(dec) 

        else: 

            dec = Activation('sigmoid',name=f'{model_name}_activation')(dec) 

 

        self.model = Model(inputs=inp, outputs=dec, name=f'{model_name}_') 

#Бинаризация маски для набора данных Cityscapes 

def make_binary_cityscapes(image): 

    class_color = 7 

    swap_color = 200 

    image[np.where(image == [class_color])] = [swap_color] 

    image[np.where(image != [swap_color])] = [0] 

    image[np.where(image == [swap_color])] = [255] 

    return image 

 

#Генератор мини-пакетов обучающих данных для задачи сегментации изображения 

def binary_segmentation_generator(dataset_path, img_width=256, 

img_height=256, 

                                  batch_size=1, seed=1, preprop = 

make_binary_cityscapes, roughness = None): 

#Аугментация данных 

    if roughness =="normal": 

        imggen = ImageDataGenerator(rescale=1. / 255, 
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                                    brightness_range=[0.7, 1.40], 

                                    rotation_range=5, 

                                    zoom_range=0.1, 

                                    width_shift_range=0.1, 

                                    height_shift_range=0.1, 

                                    horizontal_flip=True, 

                                    # shear_range=10, 

                                    fill_mode="constant" 

                                    ) 

        maskgen = ImageDataGenerator(rescale=1. / 255, 

                                     preprocessing_function=preprop, 

                                     rotation_range=5, 

                                     zoom_range=0.1, 

                                     width_shift_range=0.1, 

                                     height_shift_range=0.1, 

                                     horizontal_flip=True, 

                                     # shear_range=10, 

                                     fill_mode="constant" 

                                     ) 

    elif roughness == "bright": 

        imggen = ImageDataGenerator(rescale=1. / 255, 

                                    brightness_range=[0.9, 1.25], 

                                    rotation_range=5, 

                                    zoom_range=[1.0, 1.1], 

                                    width_shift_range=0.1, 

                                    height_shift_range=0.1, 

                                    horizontal_flip=True, 

                                    # shear_range=10, 

                                    fill_mode="constant" 

                                    ) 

        maskgen = ImageDataGenerator(rescale=1. / 255, 

                                     preprocessing_function=preprop, 

                                     rotation_range=5, 

                                     zoom_range=[1.0, 1.1], 

                                     width_shift_range=0.1, 

                                     height_shift_range=0.1, 

                                     horizontal_flip=True, 

                                     # shear_range=10, 

                                     fill_mode="constant" 

                                     ) 

    elif roughness == "rough": 

        imggen = ImageDataGenerator(rescale=1. / 255, 

                                    brightness_range=[0.75, 1.25], 

                                    rotation_range=12, 

                                    zoom_range=0.2, 

                                    width_shift_range=0.2, 

                                    height_shift_range=0.2, 

                                    horizontal_flip=True, 

                                    # shear_range=10, 

                                    fill_mode="constant" 
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                                    ) 

        maskgen = ImageDataGenerator(rescale=1. / 255, 

                                     preprocessing_function=preprop, 

                                     rotation_range=12, 

                                     zoom_range=0.2, 

                                     width_shift_range=0.2, 

                                     height_shift_range=0.2, 

                                     horizontal_flip=True, 

                                     # shear_range=10, 

                                     fill_mode="constant" 

                                     ) 

    else: 

        imggen = ImageDataGenerator(rescale=1. / 255, 

                                    #brightness_range=[0.95/k, 1.05*k], 

 

                                    horizontal_flip=True, 

                                    # shear_range=10, 

                                    fill_mode="constant" 

                                    ) 

        maskgen = ImageDataGenerator(rescale=1. / 255, 

                                     preprocessing_function=preprop, 

                                     horizontal_flip=True, 

                                     # shear_range=10, 

                                     fill_mode="constant" 

                                     ) 

    print("Train images path: " + dataset_path) 

    gen_image = imggen.flow_from_directory(dataset_path, 

                                           target_size=(img_height, 

img_width), 

                                           class_mode='categorical', 

                                           batch_size=batch_size, 

                                           classes=['images'], 

                                           shuffle=True, 

                                           seed=seed) 

    print("Train masks path: " + dataset_path) 

    gen_mask = maskgen.flow_from_directory(dataset_path, 

                                           target_size=(img_height, 

img_width), 

                                           class_mode='categorical', 

                                           batch_size=batch_size, 

                                           shuffle=True, 

                                           color_mode='grayscale', 

                                           classes=["masks"], 

                                           seed=seed) 

    while (True): 

        img = gen_image.next() 

        msk = gen_mask.next() 

        yield img[0], msk[0] 

 

#Предобработка входных данных 
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def preprocess_input(image,input_h, input_w): 

    prep_image = image.copy() 

    prep_image = cv2.resize(prep_image, (input_h, input_w)) 

    prep_image = prep_image / 255. 

    prep_image = prep_image[:, :, ::-1] 

    prep_image = np.expand_dims(prep_image, 0) 

    return prep_image 

 

#Отображение обучающего экземпляра из обучающей выборки 

def show_pair(pair_generator): 

    img, mask = next(pair_generator) 

    img = img.squeeze(axis=0) 

    mask = mask.squeeze(axis=0) 

    print(img.shape) 

    print(mask.shape) 

    image = img[..., ::-1].astype(np.float32) 

    cv2.imshow("Original Image", image) 

    mask = np.tile(mask, 3) 

    cv2.imshow("Mask", mask) 

    overlayed = cv2.addWeighted(image, 0.7, mask, 0.3, 0) 

    cv2.imshow("Overlay", overlayed) 

    cv2.waitKey() 

#Наложение маски на изображение 

 

def overlay_images(img1, img2, intensity = 0.33,colour =(0.3, 0.3, 0.8)): 

    mask = np.tile(img2[:, :, None], [1,1,3]) 

    mask[:, :, 0] *= colour[0] 

    mask[:, :, 1] *= colour[1] 

    mask[:,:, 2]*=colour[2] 

    mask = 

cv2.resize(mask,(img1.shape[1],img1.shape[0]),interpolation=cv2.INTER_LINEAR 

) 

    img1 = img1/255 

    overlayed = cv2.add(img1,mask*intensity, dtype=cv2.CV_32F) 

    return overlayed 

 

#Наложение двух масок на изображение 

def overlay_two_masks(img, msk1, msk2, intensity = 0.5, colour1 =(0.3, 0.3, 

0.8), colour2 =(0.3, 0.3, 0.8)): 

    img = img / 255 

    mask1 = np.tile(msk1[:, :, None], [1, 1, 3]) 

    mask1[:, :, 0] *= colour1[0] 

    mask1[:, :, 1] *= colour1[1] 

    mask1[:,:, 2]*=colour1[2] 

    mask1 = cv2.resize(mask1, (img.shape[1], img.shape[0])) 

    #overlayed = cv2.add(img, mask * intensity, dtype=cv2.CV_32F) 

    mask2 = np.tile(msk2[:, :, None], [1, 1, 3]) 

    mask2[:, :, 0] *= colour2[0] 

    mask2[:, :, 1] *= colour2[1] 

    mask2[:,:, 2]*=colour2[2] 
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    mask2 = cv2.resize(mask2, (img.shape[1], img.shape[0])) 

    masks = cv2.add(mask1*intensity, mask2 * intensity, dtype=cv2.CV_32F) 

 

    overlayed = cv2.add(img, masks, dtype=cv2.CV_32F) 

    return overlayed 

#Кубическая целевая функция 

 

def cube_loss(y_true, y_pred): 

    return tf.abs((y_true - y_pred) ** 3) 

 

#Бинаризация маски для набора данных NAMI 

def make_binary_nami(image): 

    class_color = 38 

    swap_color = 200   

    image[np.where(image == [class_color])] = [swap_color] 

    image[np.where(image != [swap_color])] = [0] 

    image[np.where(image == [swap_color])] = [255] 

    return image 

#Бинаризация маски для набора данных Berkeley 

def make_binary_berkeley(image): 

    class_color = 1 

    swap_color = 200   

    image[np.where(image == [class_color])] = [swap_color] 

    image[np.where(image != [swap_color])] = [0] 

    image[np.where(image == [swap_color])] = [255] 

    return image 

# Функция, выполняющая вычисление коэффициента Серенсена-Дайса для 

сегментации 

def dice_coef(y_true, y_pred, smooth=1): 

    y_true_f = K.flatten(y_true) 

    y_pred_f = K.flatten(y_pred) 

    intersection = K.sum(y_true_f * y_pred_f) 

    return (2. * intersection + smooth) / (K.sum(y_true_f) + K.sum(y_pred_f) 

+ smooth) 

 

# Функция, выполняющая вычисление IoU для сегментации 

def iou_coef(y_true, y_pred, smooth=1): 

    y_true_f = K.flatten(y_true) 

    y_pred_f = K.flatten(y_pred) 

    intersection = K.sum(K.abs(y_true_f * y_pred_f)) 

    union = K.sum(y_true_f) + K.sum(y_pred_f) - intersection 

    iou = (intersection+smooth)/(union+ smooth) 

    return iou 

 

# Функция, выполняющая обработку одного изображения при помощи нейронной сети 

def process_one_image(img, mdl, inp_h=256, inp_w=256): 

    out = mdl.predict(preprocess_input(img, inp_h, inp_w), verbose=True) 

    out = np.squeeze(out, axis=0) 

    out = np.squeeze(out, axis=2) 

    return out  
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ПРИЛОЖЕНИЕ В. ПРОГРАММНАЯ РЕАЛИЗАЦИЯ МОДЕЛИ 

НЕЙРОСЕТЕВОГО АЛГОРИТМА ДЛЯ ПЛАНИРОВАНИЯ 

ТРАЕКТОРИИ ДВИЖЕНИЯ АВТОМОБИЛЯ  

Приложение содержит листинг программы для построения архитектуры 

нейронной сети выполняющей планирование траектории движения транспортного 

средства управляемого АСУД; описания блоков оценки параметров, извлечения 

признаков и оценки карт занятого пространства.  Язык программирования – Python. 

 

import numpy as np 

import tensorflow as tf 

 

from models.loss_and_plots import unpack_data 

from models.bpn9 import calculate_next_endpoint 

from keras.layers import LeakyReLU 

from utils.blocks import MapFeaturesProcessor, BodyProcessor, 

StartStateProcessingLayer, EndpointEstimatorLayer 

import utils.curvature_functions as cf 

class BPNetwork9(tf.keras.Model): 

 

    def __init__(self, num_segments,map_processing_trainable=True): 

        super(BPNetwork7, self).__init__() 

 

        # n = 256 

        self.num_segments = num_segments 

 

        self.map_processing = 

MapFeaturesProcessor(trainable=map_processing_trainable) 

        self.body_processor = BodyProcessor(num_features=256) 

        self.preprocessing_stage = 

StartStateProcessingLayer(num_features=128) 

        self.x_est = [] 

        self.y_est = [] 

        self.dy_est = [] 

        self.ddy_est = [] 

        self.d3y_est = [] 

        self.d4y_est = [] 

        for i in range(num_segments): 

            self.x_est.append(EndpointEstimatorLayer(tf.nn.sigmoid, mul=10., 

bias=0.01, kernel_init_std=0.1, pre_bias=-1, pre_mul=1.0)) 

            self.y_est.append(EndpointEstimatorLayer(tf.identity)) 

            self.dy_est.append(EndpointEstimatorLayer(tf.identity)) 

            self.ddy_est.append(EndpointEstimatorLayer(tf.identity)) 

            self.d3y_est.append(EndpointEstimatorLayer(tf.identity)) 

            self.d4y_est.append(EndpointEstimatorLayer(tf.identity)) 
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    def call(self, data): 

        map, \ 

        x0, y0, th0, ddy0, \ 

        xk, yk, thk = unpack_data(data) 

        next_segment_start_ddy = ddy0 

        next_segment_start_d3y = tf.zeros_like(ddy0) 

        next_segment_start_d4y = tf.zeros_like(ddy0) 

        W = 25.6 

        H = 25.6 

 

        map_features = self.map_processing(map) 

        parameters = [] 

        inputs = tf.stack([x0 / W, y0 / H, np.sin(th0), np.cos(th0), 

                           xk / W, yk / H, np.sin(thk), np.cos(thk)], -1) 

        features = self.preprocessing_stage(inputs) 

        features = tf.concat([features, map_features], -1) 

        features = self.body_processor(features) 

        for i in range(self.num_segments): 

 

            x = self.x_est[i](features) 

            y = self.y_est[i](features) 

            dy = self.dy_est[i](features) 

            ddy = self.ddy_est[i](features) 

            d3y = self.d3y_est[i](features) 

            d4y = self.d4y_est[i](features) 

 

            segment_endpoint_parameters = tf.concat([x, y, dy, ddy, d3y, 

d4y], -1) 

            parameters.append(segment_endpoint_parameters) 

            # print(last_d3y) 

            x0, y0, th0 = 

calculate_next_endpoint(segment_endpoint_parameters, x0, y0, th0, 

next_segment_start_ddy, 

                                                  next_segment_start_d3y, 

next_segment_start_d4y) 

            # print (d3y.shape) 

 

            next_segment_start_ddy = cf.calc_curv(ddy[:, 0], dy[:, 0]) 

            # print(dy.numpy()) 

            next_segment_start_d3y = cf.calc_dcurv(d3y[:, 0], ddy[:, 0], 

dy[:, 0]) 

            next_segment_start_d4y = cf.calc_segment_start_d4y( 

                d2curv=cf.calc_d2curv(d4y[:, 0], d3y[:, 0], ddy[:, 0], dy[:, 

0]), 

                d3y=next_segment_start_d3y, 

                ddy=next_segment_start_ddy, 

                dy=dy[:, 0]) 

        # last_ddy = self.last_ddy_est(features) 

        parameters = tf.stack(parameters, -1) 

        return parameter
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ПРИЛОЖЕНИЕ Г. АКТЫ О ВНЕДРЕНИИ 

Приложение содержит акты внедрения результатов диссертационной работы. 

Акты представлены на следующих страницах данного приложения. 
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